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Introduccién

Muchos fenémenos fisicos se modelan estocdsticamente de la misma manera en el
tiempo como en el espacio, tal es la distribucién aleatoria de particulas en una
pieza de material radiactivo, los tiempos de llegadas de llamadas telefénicas, el
rompimiento de cromosomas bajo irradiacion, los tiempos de fallas mecénicas de
una mdquina, la distribucién de cierta especie arbolaria o el nimero de terremotos
en una superficie, la distribucién de galaxias en el sistema, estelar, la distribucién de
centros de poblaciones de animales o epidemias, etc.

En este trabajo de tesis estudiaremos procesos que consisten en una sucesién
de eventos que ocurren en el tiempo, y nuestro interés sera contar el niimero de
dichos eventos en un intervalo de tiempo dado, cada ocurrencia de un evento lo
representaremos como un punto en el eje del tiempo. Pediremos a un nivel intui
tivo que cumplan con las siguientes condiciones: La informacién con respecto al
nimero de eventos, que ocurren en intervalos de tiempo que no se traslapan son
estocdsticamente independientes; las condiciones experimentales permanecen cons
tantes en el tiempo, la ocurrencia de eventos en un intervalo solo depende de la
longitud y no de la posicién del intervalo, si ésta condicién no se cumple se dice
gue el proceso es no homogéneo en el tiempo. Siempre se espera un tiempo positivo,
pero finito entre cualesquiera dos eventos, y solo ocurren un nimero finito de eventos
en un intervalo de tiempo finito. Bajo éstas condiciones resulta natural pensar que
las trayectorias del proceso que cuenta el nimero de eventos, son no decrecientes,
escalonadas con saltos de tamafio uno v acotadas en cada intervalo finito.

Por tanto, los fenémenos aleatorios mencionados con anterioridad pueden ser
modelados como un proceso de Poisson con cierta tasa o intensidad de ocurrencia,
que involucra el o los pardmetros del proceso, la cual puede ser constante, es decir,
ser un proceso de Poisson homogéneo, o ser no homogéneo, esto es, que la intensidad
de ocurrencia esté en funcién del tiempo.

En esta tesis, se pretenden varios objetivos. El primero, la caracterizacién de
la funcién de intensidad de un proceso de Poisson no homogéneo. Segundo, aplicar
el enfoque de verosimilitud a procesos de Poisson, realizando inferencia sobre los
parametros de la funcién de intensidad mediante intervalos de verosimilitud. Ter-
cero, simular procesos de Poisson tanto homogéneos como no homogéneos, para
luego validar las propiedades frecuentistas de la verosimilitud en el célculo de las
pro -babilidades de cobertura de los intervalos de verosimilitud, como una aproxi-
macién a los intervalos de confianza. Cuarto y tltimo objetivo, aplicar los resultados
de probabilidad y estadistica desarrollados en este trabajo, a un problema en me-
teorologfa mediante una variable de interés que denominaremos “Rachas de calor?,
que es determinada por las temperaturas méximas diarias que exceden los 312 C

El interés en esta situacién es seleccionar un modelo probabilistico para modelar
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los eventos “Rachas de calor” registradas por una estacién meteoroldgica en una
regién especifica del centro del pafs. La hipétesis que aquf se sustenta es, que este
tipo de fenémenos puede ser modelado como un proceso de Poisson cuyos pardmetros
varfan con el tiempo de manera no homogénea con cierta funcién de intensidad
proporcional a una gama.

Se han contemplado cuatro capitulos en la organizacién de este trabajo. En
el primer capitulo se introduce el proceso de Poisson basandose principalmente en
Resnick([22] y Billingsley(2]. El Capitulo 2, consiste de tres secciones; en la primera
seccion se revisan algunos conceptos bsicos de la teoria de verosimilitud que serdn
utilizados a lo largo de esta tesis, basados en Kalbfleisch[11] y Sprott[25], estudiare-
mos la funcién de verosimilitud y sus propiedades, la obtencién e interpretacién de
los intervalos de verosimilitud, validando las propiedades frecuentistas del método
de verosimilitud en el cdlculo de las probabilidades de cobertura de los intervalos
de verosimilitud, asi como la relacién que hay entre éstos tltimos y los intervalos
de confianza. En las Secciones 2 ¥ 3, de acuerdo a Basawa[l], trabajaremos con
los planes de inspeccién de un proceso de Poisson homogéneo en diferentes situa-
ciones de inspeccién, por ejemplo la observacién de un proceso de Poisson en un
intervalo de tiempo fijo, asf como en un intervalo de tiempo aleatorio; para termi-
nar con las propiedades de importancia de los procesos de Poisson no homogéneos,
respectivamente.

El Capitulo 3 contiene el material operativo de simulacién de datos, basado en
las teorfas de probabilidad y estadistica desarrolladas en los capitulos precedentes.
Mediante métodos numéricos, realizaremos la inferencia estadistica bajo la teoria de
verosimilitud a procesos de Poisson homogéneos como no homogéneos, tanto de un
pardmetro como de dos, con la finalidad de entender e ilustrar el comportamiento
de los pardmetros involucrados en la caracterizacién de la funcién de intensidad pro
-puesta, asf como algunas conclusiones resultado de su aplicacién y la corroboracién
empirica de su funcionalidad. Al final, en el Capitulo 4, se estimula la aplicacién
de los conceptos y resultados obtenidos en los capitulos previos mediante un caso
de estudio aplicado en meteorologfa, a través de la variable de interés “Rachas de
calor”.

Las simulaciones realizadas en este trabajo de tesis, la generacién de procesos
de Poisson, el cdlculo de los estimadores, asi como los intervalos de verosimilitud,
probabilidades de cobertura y todas las figuras de las funciones mostradas aqui, se
realizaron con los programas “R” versién 2.3.1 y matricial MATLAB versién 6.5, en
una computadora personal Acer Aspire 3000.



Capitulo 1

Procesos de Poisson

Fundamentalmente en este capitulo se persigue el objetivo de deducir las condiciones,
propiedades y caracteristicas que establecerdn las bases probabilisticas para nutrir
de validez la hipdtesis que se sustenta en el caso de estudio: los eventos “Rachas
de calor”, pueden ser modelados como un proceso de Poisson no homogéneo. Para
sustentar de manera intuitiva esta hipdtesis, podemos pensar que la distribucién
del nimero de rachas de calor en intervalos de tiempo que no se traslapan son
estocdsticamente independientes, es decir, que el nimero de rachas que se presentan
en un intervalo de tiempo no depende del nimero de rachas que se presentan en otro;
el tiempo que transcurre entre racha, y racha es estrictamente positivo (porque si no
estariamos hablando de una sola racha). Ademds es natural esperar que sblo una,
cantidad finita de rachas de calor se presenten en un intervalo finito de tiempo, por
lo que de acuerdo a las condiciones intuitivas que ya hemos comentado, podriamos
pensar que el proceso de Poisson es un modelo pertinente para las rachas de calor.

En este capitulo consideraremos un modelo probabilistico para la distribucién
aleatoria de particulas en el espacio y eventos en la recta real. En la primera seccién
presentaremos la definicién del proceso de Poisson en el espacio; en la segunda, estu-
diaremos el caso particular del proceso de Poisson homogéneo en la recta real, donde
trataremos diferentes caracterizaciones del mismo. Finalmente en las secciones tres v
cuatro, obtendremos un proceso de Poisson no homogéneo a partir de un proceso ho-
mogéneo mediante una transformacién Para terminar con comentarios finales, esta
presentacion estd basada en las referencias Billingsley(2], Cinlar[6], Davenport[g],
Karlin[12], Karlin & Howard[13], Kulkarni[14], Parzen[18] y Resnick[22].

1.1 Proceso de Poisson espacial

El objetivo en esta seccién es introducir un modelo para la distribucién aleatoria
de puntos en el espacio a través de una resefia de resultados del trabajo publicado
en 1992 por Resnick[22] basado en procesos de Poisson, no sin antes establecer
primeramente los elementos de donde partiremos.

Consideremos (2, F, P) un espacio de probabilidad. Sea (E,¢) un espacio medi-
ble; donde E es el espacio euclidiano de estados donde viven los puntos aleatorios del
modelo, el cual serd usualmente un subconjunto de RY, d > 1; y sea £ la o —dlgebra
de Borel correspondiente. El propésito es modelar la distribucién aleatoria de puntos
en el espacio de estados E, e iniciaremos definiendo lo que es un proceso puntual.

1
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Sea {Xn}ngl una sucesion de variables aleatorias
Xn: Q0 — E;

que representan los puntos aleatorios en el espacio de estados E.

Definicién 1.1 Para cada conjunto A € §, acotado, n > 1 y w € N fijo, definimos
la medida discreta ex, () : £ - R

bl

_ 1 s: Xn(w) €4
EXn(w)(A) - {O ) Xn(w) ¢ A

Entonces sumando sobre n obtenemos el ntimero total de puntos aleatorios X,
que estdn en A, como lo expresa la siguiente definicién.

Definicién 1.2 Una medida de conteo N en E, es una medida tal que para cada
A € ¢ acotado,

N(A) := ZnEX“(A)'

Notemos que la sucesién de puntos aleatorios {Xn} tiene como dominio el espacio
muestral {2, entonces N es asf una funcién con dominio . Por lo tanto, para w € (Q,
escribimos

N(w,A) = an){n[w) (4),

aunque por lo general suprimiremos en la notacién la dependencia sobre w. Entonces
para cada A € £ fijo; N(-,4) = N (A) es una variable aleatoria que representa el
numero aleatorio de puntos {Xn}n>1 que caen en A. Con estos recursos va podemos
establecer la siguiente definicién.

Definicién 1.3 Un proceso de conteo N es una medida de conteo

N():=3 " exa(), (L1)

donde {Xn}n>1 es el proceso de puntos aleatorios asociado al proceso de conteo; tal
que para cualquier A € £ acotado, P[N(4) < oc] = 1.

Ejemplo 1.1 Consideremos un modelo de localizacion de terremotos y los tiempos
en que éstos ocurren. El espacio de estados es E = [0,00) x R, si 7, es el tiempo
en que ocurre el n-ésimo temblor, entonces el proceso puntual estd expresado por:

AT() = ZnE(Tns<Ln1;Ln2))(-)’

donde (L1, Lna) representa las coordenadas latitud y longitud de la localizacién del
temblor. Asi para un tiempo t > 0 y un conjunto B € B(R?); el proceso puntual
N([0,t]xB) representa el niimero de temblores que ocurren en el intervalo de tiempo
[0,] localizados en la regidn B.



Habiendo ya considerado los elementos bésicos y necesarios para la definicién
de lo que es un proceso puntual, es tiempo de establecer lo que es un proceso de
Poisson.

Sea y una medida en (E, £), finita para conjuntos acotados de &.

Definicién 1.4 Un proceso de Poisson con media u, es un proceso de conteo
N con un espacio de estados E, tal que:

1. Para A € &
e HA) (1 A)F :
PIN(A) =k ={ & > i pd) <8
0, sip(d) =00

2. Si Ay, As, ..., Ay son subconjuntos ajenos en &, entonces N(A1),...,N(4,)
son variables aleatorias independientes.

Por lo tanto, N es un proceso de Poisson si el ntimero aleatorio de puntos en un
conjunto A estd distribuido como una variable aleatoria de Poisson con parametro
p(A); y el nimero de puntos en regiones ajenas son variables aleatorias indepen-
dientes.

Observacién 1.2 Si E = R; la Condicidn (2) de la definicion anterior es conocida
como “incrementos independientes”, ya que para-tiempos 0 < tp < t] < tp < ... <
tn < ... <ty tenemos que N((t;,tiq1 1), i = 1,2,...,k — lson wariables aleatorias
independientes.

Observacién 1.3 Cuando la medida 11 es un miltiplo de la medide de Lebesgue
(es decir, la longitud, cuando E = [0,00) 0 R, drea, cuando E = R2, volumen,
cuando E =R3, etc), llamamos al proceso de Poisson homogéneo. Asi en el caso
homogéneo, existe un pardmetro X > 0 tal que para cualquier A € &, tenemos que
N(A) tiene una distribucidn de Poisson con media E[N(A)] = AA|, donde |A| es
la medida de Lebesque de A.

Observacién 1.4 Cuando E = [0,00) y N es un proceso de Poisson homogéneo,
tenemos que E[N((0,t])] = A|(0,t]] = M; el pardmetro A puede ser interpretado
como el mimero promedio de eventos ocurridos por unidad de tiempo.

1.1.1 Transformaciones del proceso Poisson

Algunos resultados ttiles surgen al considerar un proceso de Poisson bajo difer-
entes transformaciones, por ejemplo obtener un proceso de Poisson no homogéneo
de un proceso homogéneo mediante el uso de una transformacién. Las siguientes
definiciones y resultados se pueden consultar en la Secci6n 4.2 de Resnick[22].

Sea T una transformacién medible
T:E— FE,

con E y E' espacios euclidianos.
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Definicién 1.5 Se define la funciéon T=1 como un mapeo medible conjuntista de
subconjuntos de E' en subcojuntos de E. Para A' c E' tenemos

THA)={e€c E:T(e) € 4).

De esta manera T-1(A4') es la preimagen de A’ bajo T esto es, el conjunto de
puntos de E los cuales 7' mapea dentro de A'.

Sea N un proceso de Poisson con media #, E el espacio de estados y 1% basa
el proceso de puntos asociado. Sea T : E — E'una transformacién medible; de las
Definiciones 1.3 y 1.4 consideremos las medidas N y ien (E, £), y definimos las
medidas inducidas N y 1/ en E' de la siguiente manera.

Definicién 1.6 Para A’ C E' definimos:

N'(A") == N(T~1(4)) (1.2)
W(A) = w(T71(4)). (1.3)

Consideremos T-1(A’) en E y tomamos las medidas N , 4 Tespectivamente de la
preimagen de A’ bajo T. Ademds, si el proceso NV tiene asociado el proceso puntual
{Xn}n>1 en E, entonces N' tiene asociado el proceso puntual {X} }n>1 = {T(X,,)}
en E', asf para A’ C E' tenemos que:

N'(A) : NT7HA)) = exrray = > Dxner-1an

n

= Trxaea) = Y erpxa)(4).

El siguiente resultado asegura que si N es un proceso de Poisson con media u y
proceso puntual {X;},>) en el espacio de estados E, entonces N’ = N (T71()) es
un proceso de Poisson con media p' = p(T71(-)) y proceso puntual {T(X,)} en E.

Proposicién 1.1 Sea T : E — E' un mapeo medible tal que T~1(B') es un conjunto
acotado en E' para cada subconjuto B' acotado en E'. Si N es un proceso de Poisson
con media i y proceso puntual {X,}n>1, entonces N' := N o T~ es un proceso de
Poisson con media 1 = po T~y proceso puntual WL

Demostracién. Para determinar que N’ es un proceso de Poisson verificaremos
que se cumplan las Condiciones (1) y (2) de la Definicién 1.4.
Si N es un proceso de Poisson con media y, para B’ € E tenemos de (1.2) que:
e HTHEN (- L(@)"

PIN'(B') = k| = PIV(T™(B) = #] = . ;

de esta manera N’ tiene distribucién de Poisson con media g B = p(T—1(8).
Para verificar la Condicién (2), demostraremos que las variables aleatorias

N'(B}), N'(BY), .., N'(Bl),



son independientes, siempre que Bf, B, ...., B., sean conjuntos ajenos en E’. Note-
mos de (1.2) que para cada i =1,2,...,m;

N'(Bj) = N(T™}(B))).
Ademds se cumple que,
T-YB)n T_I(B;) =@, para i # j;
vaquesiz € [T-1(B))N T-1(BS)], entonces
e T7Y(By) y ze T Y(BY),
luego
T(x)e By T(z)€ B,
esto implica que
T(z) € By N B;

pero si B N By = &, entonces
74BN TV (BY) = @,
por lo tanto, se sigue que
(N'(B1), N'(Bg), .. N'(Bp,) ) = (N(T™H(BY)), N(T™N(BY)), ..., N(T™Y(BL));

son independientes por la Condicién (2) de la Definicién 1.4.

De esta manera N’ cumple con las Condiciones (1) y (2) de la Definicién 1.4, es
decir, N” es un proceso de Poisson con media /(-) = w(T7H)). m

1.2 El Proceso de Poisson en la recta real

El propésito de esta seccién es presentar diferentes caracterizaciones del proceso de
Poisson en la recta aprovechando la estructura de orden que presentan los reales, la
cual nos permite introducir ademés de los procesos puntual y de conteo, el proceso
que representa los tiempos entre eventos consecutivos. El contenido que desarro
llaremos en esta seccién estd apoyado basicamente en las referencias Billingsley (2],
Cinlar [6], Davenport(8] y Parzen [18].

En esta seccién consideraremos el caso para d = 1 de la Definicién 1.4. Sea
(2, F, P) un espacio de probabilidad, E = [0,0) el espacio de estados. Sea {Sn}ns1,
Sp : 2 — E un proceso de puntos aleatorios; en este caso Sy, representa el “el liempo
en el que ocurren cada uno de los eventos en la lineq del tiempo™. Si dos o més pun-
tos aleatorios no pueden ocurrir simultdneamente, entonces la sucesién de variables
aleatorias {8y },>1 es estrictamente creciente, y si sélo una cantidad finita de puntos
ocurren en cada intervalo finito de tiempo, entonces {Sn}n>1 satisface:

Condicién 0°. Sy=0< 8 < 85 < S5 < . supS, = oo,
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Asimismo, para cada (a, b] se define la medida discreta

_ J1si S, € (a,b]
€sn ({2, 8]) = {o si S, & (a,b]

Sumando sobre n obtenemos el proceso de conteo IV, para cadaintervalo (s,
tenemos,

N((Sa t]) = anlﬁsn((s, t])v (1'4)

para abreviar si § = 0; denotaremos por N(¢) al proceso de conteo NV ((0,]). Note-
mos que la. Condicién 0° asegura que N(t) < oo en todo (0,¢] finito.

Condicién 1°. Un proceso de conteo N satisface la Condicién 1° si cumple:

(i) PIN(0)=0] = 1.

(it) Para 0 < tg < t; <ty < ... < t,, tenemos que N((ti,ti41 1),i=0,1,2,...,n~1
son variables aleatorias independientes.

(iii) Para cada s,t >0y A > 0

~)\(t—s) . n
PIN(st) =n] = =202 g5

Observacién 1.5 La relacidn (iii) de la Condicién 1° afirma que, el niumero de
eventos o puntos que ocurren en un intervalo (s,t], tiene distribucién de Poisson
con media A(t — s), que depende solamente de la longitud del intervalo (t — s).

Observacién 1.6 De (1.4), para cada intervalo (s,t] se cumple:

N((s,8) = 65, ((5,8) = D €6, ((0.8) = e, (0, 8])

n>1 n>1 n>1

= N((0,2]) = N((0,8]) = N(t) — N(s);

por lo que, el mimero de puntos que ocurren en el intervalo (s,t] es el incremento
N(t) - N(s).

Observacién 1.7 Para cada w € Q fijo, tenemos las trayectorias del proceso de
conteo t — N(t,w) como funcién de t € [0,00). En particular N(0) = 0, ademds
el intervalo (0,t] es cerrado por la derecha, entonces las trayectorias son continuas
por la derecha, no decrecientes con saltos de tamario uno en los tiempos t = Sp;
n=1,2,..Ver Figura 1.1.
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Fig. 1.1 Tayectorias del proceso N en la recta real.
De acuerdo a la Observacién 1.2 de la seccién previa, definimos.

Definicién 1.7 Una coleccidn {N(t)}y>o de variables aleatorias que satisfacen la
Condicion 1°, se le llama proceso de Poisson homogéneo con pardmetro X > 0.

De (1.4), N(t) = N((0,¢]) = Z o 165n ((0,]), representa el nimero de puntos
n

Sy que caen en el intervalo (0,¢], entonces la variable N es el entero n mis grande
tal que S, < t, es decir

N(t) =max[n>0:8, <t], t>0. (1.5)

N(t) =0sit < Si; en particular N(0) = 0.

Notemos de (1.4) que, en el intervalo (0,¢] ocurren al menos n eventos si y
solamente si el tiempo para que ocurra el n-ésimo evento es menor o igual a t.
Entonces se cumple la siguiente igualdad de eventos que relaciona las variables N (t)
1.8

[¥(t) = n] =] 8, < 1. (1.6)

Para demostrar la igualdad de eventos, sea w € [N(t)(w) > n], por (1.4) tenemos:
N(t)(w) = Zkzlﬁskm((ﬂ, t])) >n

. Zkzlﬂlsk(wJE((ulﬂﬂ 2 7

esto implica que al menos n eventos se encuentran en el intervalo (0,¢], es decir,
Sn(w) € ((0,t]) por lo que Sy, (w) < t, de esta manera queda demostrada la primera
contencion. Ahora consideremos w € [Sy(w) < t], esto implica que Sy(w) € ((0, t]),
luego los tiempos Sp_1 (W), Sp_z(w), ..., Sy (w) € ((0,]), es decir,

> Msewe@) 27 =" es,u)((0,8) 2 n = [N(t) > ],

k>1 k>1



De la expresién (16) se sigue que
[N(t) =] = [N(®) > 0]~ [N(t) 2 n+1] = [Sy < 8] — [Sops < 1],

es decir,
[N{t)=n]=[Sp <t < Spy1]; n> 1. (1T

Dado el proceso puntual {Sn}n>1, se define el proceso {77, }n>1 que llamaremos
“tiempo entre eventos consecutivos”, de la siguiente formas:

T =8, - S—1; n>1; (1.8)

por lo tanto
n
D+Th+ ... +T, :Zklek=51+Sg—Sl+S3—Sg+...+Sn—SnL1 = 5.
Ademés bajo la Condicién 0° se cumple:
3 Ti=lmSy=co y T, >0,T3>0,.. (1.9)
k=1 n—oo

Asi T} = S; representa el tiempo entre 0 y el primer punto, para n > 1, T, es el
tiempo entre el (n-1)-ésimo evento y el n-ésimo evento. Reciprocamente si tenemos
el proceso {T,},>1, de los tiempos entre eventos consecutivos se define el proceso

{SR}TLEI:

8o = 0;
Sn=T1+T2+...+Tn; n>1,

con la finalidad de estudiar las distribuciones de las variables aleatorias N (t) bajo
condiciones en el proceso {Ty,},>1. Si tenemos un proceso de Poisson N ¥ su corres
pondiente proceso de puntos {5y, },>1, esto determina la distribucién de las variables
aleatorias {17, },>1, como lo establece el siguiente teorema, para mayor referencia al
lector puede consultar la Seccién 23 de Billingsley/[2].

Condicién 2°. Las variables aleatorias {T}n>1 son independientes e idénticamente
distribuidas con distribucién exponencial con parametro A,

Teorema 1.8 La Condicién 1° es equivalente a la Condicidn 2 en presencia de la
Condicién .

Demostracién. Condicién 1° implica Condicién 2°.

Sea N un proceso de conteo y {Sn}n>1 su correspondiente proceso de puntos,
supongamos que se cumple la Condicién 1°, supongamos ademas que el proceso
{Sn}n>1 satisface la Condicién 0°. Entonces de (1.7) y de la relacién (ii) de la
Condicién 1° tenemos

PI§i =T > ] = PIN(t) =0] = ¢,



asf T1 es una variable aleatoria con distribucién exponencial de pardmetro \.

Para encontrar la distribucién conjunta de T y Tb, suponemos que 0 < s <
t1 < 89 < tog,

P[S1 <85 < t1,80 < 83 < tz]
= P[N(S]) =0,N(t;) — N(Sl) = I,N(Sg) - N(tl) = 0,.N(T‘,2) — N(Sg) > 1}
= M Al — sy)em B8 gAoan) ¢ (1 peNtzsn)

= A(t; — s1)(e™*2 — e~ M2),
De esta manera

P[Sl <8 <it1y83 <G < tz] = )\Qe"Ayzdyldyg.

s1<y1<t;
s2<y2<ta
De aqui que el vector (S1,S3) tiene densidad comjunta f(yy,yz) = A2e~*¥2 en
[(y1,92) : 0 < y1 < .

Para el caso general en R*¥ por argumentos similares, suponemos 0 < s <
t1 < 82 <t < .. < $ < t; y obtenemos que el vector (S, Sa,...,S;) tiene
densidad conjunta f(y1,y2,...,yx) = A*e ¥ en el conjunto (Y1, y2s o yx) 1 0 <
2 L e yk]

Sea g(y1,¥2, -, Yk) = (1,2, ...,2x); definida por z; = y; — yi_1; i = 5
por lo que, el vector (T%,73,...,T;) = h(S1, 82, ...,Sk), (de acuerdo al teorema de
cambio de variable, ver pagina 225 de Billingsley[2]), tiene densidad

k
h(@1, 32, oy 2k) = F(9™H (@1, 20, 0 i) || = f ($1,$1 + z2, :Z"C’L) |J]
i=1

k
_ /\ke—/\z,i;lmi — H)‘E-/m?

i=1

k

donde |J| es el Jacobiano de g‘l(ml,mg,...,mk) — (531,:1:1 + z9,... ,Zwﬂ;) que es
=1

igual a 1.

Por lo tanto, (T1, T3, ..., T}) son variables aleatorias independientes con densidad
exponencial con pardmetro A.

Condicién 2° implica Condicién 1° (Para mayor referencia ver pdg. 262
deBillingsley|[2]).

Si {T;}™, son variables aleatorias independientes e idénticamente distribuidas
con densidad exp(A), entonces S, = > iz1 T; tiene densidad Gama con pardmetros
ny A. Por lo tanto, S, tiene la funcién de distribucién dada por:

n-1(Az)!

i=0 g

Gn(z) = P[S, <z]=1- e_}‘xz ;  paraz > 0.
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De (1.6) tenemos,

P[N(t) = 71] = P[Sn & ﬂ T e_)‘xnz—l()\x)i s ﬁe-—/\t(_‘hf)_‘6

y por (1.7),
PIN(#) =n] = P[S, <t < Sp1] = P[S, < 4] PlSpi1 <4

o]}

=Ze—,\f,()\t)i N i o~ (AL’
t! il
i=n i=n+1
xe (A"
=e" t—, n=0,1,2,..;

n!

de esta manera, N(t) tiene distribucién de Poisson con media At.

Ahora verificaremos que el proceso {N(t)}s>0 cumple con (ii) de la Condicién
1°, esto es, que N((;,t;11 Ihd =018 .81 600 vl aleatorias indepen-
dientes. Sea ¢ fijo, consideremos los eventos que ocurren después del tiempo ¢. Por
las expresiones (1.5) y (1.7) tenemos

Snit) £t < Sn()t1-
Definimos la sucesién {Ti(t)}t;g,i € N;
T = Swipar =t T = Tggaa, T = Typges o (1.10)

donde Tl(t) representa el tiempo de espera para el primer evento después de ¢; Tz(t)
es el tiempo de espera entre el primero y segundo evento después de ¢, y as{ sucesi-
vamente. De esta manera la sucesién (1.10) define los tiempos de espera despies de
t:

Si N(t+ s) — N(t) > m, tenemos N(t+s5) > N(t) + m y entonces de (1.6) se
tiene que la desigualdad anterior ocurre si v sblo si,

SN(t)-e-m St+s.
Luego por (1.10) tenemos

SN(t)+1 — t+ Sn(e)42 — SN(+1+ Sniy+s — Swpgyeat - + SN(t)+m — SN@)+(m-1) < §

— o ™

Y o+ I 4+ oT® 4y ()

I
"

de esta manera obtenemos que:
N(t+s) = N(t) =maxm : T + T 4 . + T < 4] (1.11)
De aqui

NE+s)-N@) =m] = [[{? + T + . +TO <s<TO 470 4 4 T .



SRS A o S i) o s ity ol e, e -] NN Nl e S o

Una comparacién entre las expresiones (1.11) y (1.5), muestra que para ¢ fijo
las variables aleatorias N (¢ 4+ s) — N(¢) para s > 0, estdn definidas en términos de
la sucesién (1.10), exactamente de la misma forma como las variables N(s) estén
definidas en términos de la sucesién original de tiempos de espera {7} }i>1.

Sea n € No, y 4 > 0. De las expresiones (1.6) y (1.7) tenemos que
P[8, < t <Spt1,Onp1 —t> y} =P[Sn <t >y+t— Sn]
= Ellis,<tTur1>y+t-8a)] = Elljs, <t Ty 15y+t-50]]

- / < tP[Tpai > gt t— FGalds) = f < te=XH-IG, (dr)

T

= e_’\y/ < te_’\(t—T)Gn(dT) = e')‘yf P[Ths1 >t — 7]Gr(d7)
ks T<t

= e MWP[Sy <8, Tug1 > t— 8] =€ MP[S, <t < Snpal;
por lo que
P[Sp <t < Sny1,Sng1 —t >y = e WP[S, <t < Spya). (1.12)
[NV (t)=n]
Ademds, por la independencia y la distribucién exponencial de {Ti}i>1, tenemos
que,
PSn1 =1t > y1,80 <t < Spt1, Toga > 42, 000y Ty > 5]
= PlSpt1—t>u,5, <t < Sn+1] ceTMR L e MY
= P[N(t) = nle™Wig~M2... e~
Donde la tltima igualdad se sigue de (1.12).
Si H = (y1,00) X (y2,00) X ... x (y;,00), entonces
PIS(g =m0, o T g ]
= P[Sy £t < Spt1, 811 —t > y1, ..., Tngj > 4]
= P[Sy S t < Spy1]e Mg M., g~

PIN®) =n, (T, 70, ., T") € H] = P[N(t) = n] (T3, Ty, .., Ty) € H]. (1.13)

Por el teorema de extensién, (1.13) se extiende a todo boreliano en R7, ver pdg. 135
de Billingsley [2].

Ahora, el evento [N(s;) = m;, 1 < i < u] lo podemos escribir de la forma
(T, T, ...,T;) € H), donde j = m,+1 v H es el conjunto de x = (z1,29,...,z;) € RI
para los cuales

L1+ T+t 2y <si<zi+ T2+ + Byypg, 1< <
De esta manera:
[N(s:) =my,1 <4< u) =[S, € 8 < Smyp131 < i < 4y
=N+D+ 4T <6 STi+T+ 4+ Ty, 1 i < 4
=T, Ty,...,T;) € ).



rrocesos de Poisson

Ademds se cumple

(2.2, . I) € B = ¥ +T0 + T < < T +o+TH )
=[N(t+3i)—N(t):mi= ISZS’U‘L

por lo que

PIN(t) = n, N(t+ 8;) - N(t) = m,

I/\

U

[N(t) =n, (10,7, .,19) e A]
P[N(t) = n]P [(Tl,Tg, ,T}) € H]
P[N(t) = n]P [N(s;) =my, 1<i< uf;

II

II

la segunda igualdad se sigue de (1.13). Por lo tanto se cumple:

P[N(t) =n,N(t + s;) ~NE) =my, 185 u
= P[N(t) ‘—"H,]P[N(Si) =m;, 1<:i< u]

De esto se sigue, por induccién sobre kiquesiO=tyg<it; <.. < i, entonces
) k
PIN(t:) = N(tic1) =ni, 1 <i< k] = II_ PIN Gt — timy) = n].

Por lo tanto los incrementos son independientes, es decir, se cumple (ii) de la
Condicién 1°. m
Enseguida estudiaremos otras dos caracterizaciones del proceso de Poisson. Para

mayor referencia al lector, puede consultar Billingsley[2], Davenport[g], Parzen[18)
¥ Resnick[22].

Observacién 1.9 Una funcion f: R — R es una funcidn o(h) cuando b — 0, en
cuyo caso escribiremos f € o(h), si

Si f(h) = e* para alguna constante A, entonces f(h) =14 At + o(h).

Las siguientes caracterizaciones del proceso de Poisson son esencialmente cuali-
tativas.

Condicién 3°
(1) Para 0 <t <. <, los incrementos

N(tl), IV(tg) - N(tl), ...,N(tk) — N(tk_l),‘

son idependiendientes.



(i) La distribucion de N(t) — N(s) depende solamente de la diferencia t — s y
N(0) = 0 con probabilidad 1.

Condicidn 4% Si0 <ty < -+ < tk, ¥ 8l n1,m2,...,np son enteros no negativos
entonces
P[N(tx + h) — N(tg) = LIN(t;) = ny, § < k| = Ah+o(h); (1.14)
y
PIN(t+h) = N(tx) > 2IN(t;) = ny, 5 < k] = o(h); (1.15)

cuando h | 0. Ademds
linr%P[N(s) # N(t)] =0, (1.16)

y N(0) =0 con probabilidad 1.

Observacién 1.10 Notemos que de (1.14) y (1.15) tenemos:

P[N(tx +h) = N(ty) = 0|N(t;) = ny, j <
=17P{‘N(tk+h}—N(tk)EllN(Ifj)=TLj, J <k
=1-Ah+o(h);

sin pérdida de generalidades la suma de funciones o(h) es nuevamente o(h), luego la
probabilidad de que no ocurran eventos en cualquier intervalo de tiempo de longitud
h se aprézima a 1 cuando la longitud del intervalo h se aprorima a cero.

Teorema 1.11 Las Condiciones 1° hasta la 4° son equivalentes en presencia de la
Condicidn (P,

Solamente la Condicién 3° no involucra una A; esto implica que 12, 2° y 4° ge
cumplen para algin A > 0. La Condicién 3° en algunos casos hace que el modelo
de Poisson sea bastante crefble; los incrementos serdn esencialmente independientes,
N(ti +h) — N(t;) depende de & si las condiciones no cambian en el tiempo.

La Condicién 4° es “més cualitativa” que la 3° ya que ésta involucra solamente
la distribucién condicional de N(#;, + h) — N(ty) para valores pequefios de h. En
el Teorema 1.8 se demostrd 1° < 2° , entonces para la demostracién del Teorema
1.11 es suficiente verificar que: 1° — 3° — 4° —, 1°, La primera de ellas 1° — 3° eg
obvia, por lo que resta demostrar las implicaciones 3% — 4% y 4° — 19,

Demostracién. De 3° — 4°: De la hipétesis de incrementos independientes y de
que la distribucién de N(t + &) — N(t) es igual a la de N(h), se sigue que para
demostrar (1.14), (1.15) y (1.16) es suficiente verificar

P[N(R) = 1] = A + o(h);

P[N(h) > 2] = a(h).
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Sea,
Ut) = PIN() =0,
por lo que
U(s+1t) = P[N(s) =0,N(s +¢) - N(s) =0]
= P[N(S) = ] [N(s+1t) — N(s) = 0]
U(s)U(t);

R

la segunda igualdad se cumple por (i
dientes, entonces tenemos,

de la Condicién 3° de incrementos indepen-

Us+1t) = U(s)U(2).

Por lo tanto U(t) es una funcién exponencial, (ver pag. 168 de Billingsley[2] ), es
decir,
U(t) = e ™; para algin valor de .

Ademds por la Condicién 0°: [S) = co] = Mr=1[S1 > ty] a su vez tenemos 0 =
P[S1 = 00] = My P[S1 > t,) = lim P[81 > tp] = 0. Por lo tanto P[S; > t] — 0,

cuando ¢ — 00. De esta manera P[N =0] = P[T1 > t] — 0; cuando ¢ — oo, por
lo que M debe ser positivo.

Sea ¢(t) = P[N(t) > 2], definimos el evento A,

Entonces para w en el conjunto donde se cumple la Condicién 0°, existe ng(w)
tal que para n > np(w) implica que w ¢ A,; ya que basta tomar no(w) de tal manera
que 1/ng(w) < min; <y, w)Ti(w). Siw ¢ Ap; esto implica que w ¢ Ay 1; esto se sigue
va que si 1/n < min; <y, () Z5(w), entonces 1/n + 1 < rrunKN1 w)Ti(w), es decir w

no estd a partir de cierto indice en A, entonces P[ ﬂ U An] P|lim supA ]=0

ademds para cualquier sucesién de eventos por el Lema de Fatou se (,umple
P (lim i:ngn) < lim iréfP(An) < lim SLlepP(An) <P (lim sgpAn) ;
Por lo que
lim ir?%fP(An) = lim sgpP(An) =0.
Por lo tanto,

lim P[A,] = 0.

n—oo

Luego (1.17) implica que

1= P(An) = (1= ¢(n~1)"
log(1 — P(4n)) = nlog(1 ~ ¢(n™"));

si 2 = —¢(n~1), entonces de la desigualdad log(1+z) < a, se sigue que

log(1 = P(An)) < —nd(n™);



luego
ng(n~t) < —log(1 — P[A,]);

como P[4,] — 0, entonces

0 < no(n1) < —log(l — P[A,]) — 0

por lo que
né(n=1) 0
Se sigue X
# h0 0

cuando h es de la forma h = 1/n. Entonces

¢(h) = o(h); para =1,

n

Ahora lo demostraremos para toda h. Notemos que ¢(h) es no decreciente va
que si t] < ty tenemos
P[N(t,) > 2 < P[N(tz) > 2],

entonces @(t1) < ¢(t2). Ademds notemos que [1/h] < 1/h (donde [z] significa “la
parte entera de "), y 1/h < 1+ [1/h]; y como ¢(h)/h < 1/h entonces por las
desigualdades anteriores y por ser ¢(h) no decreciente se cumple:

¢(h) < ¢ (ﬁ) ;

por lo que

Por lo tanto,

Por otra parte
PI[N(h)=1]=1- P[N(h) =0] - P[N(h) > 2]
=1-e4o(h) =+ o(h).

De esta manera se completa la demostracién.
Demostracién de 4° — 1°,

Para k fija, sea el evento
A=I[N(t;)=n;  j<Hk|,

y para t > 0;
Po(t) = P[N(tx +t) — N(tx) = n|A].
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Por demostrar que
—x (A"
Polt) = e 02, =012,
n!
Para B y C eventos arbitrarios, se cumple |P(B) — P(C)| < P(BAC),
Por lo tanto:

|Pa(t) = Pu(s)]
P[N(tx +1t) — N(ty) = nn 4 P[N(tx +5) = N(ty) = nn A

P(A) P(4)
< PTHA)PIN (i + 5) # N(t, +1)].

Por (1.16) se cumple

(1.18)

%im |Pa(t) — Pa(s)| =0,
por lo tanto, P,(¢) es continua en t.
Sea Dy = Nty +t) — N(ty).

Si Diys, = n, entonces D; = m para algin m < n. Por las reglas de la probabili-
dad condicional

Pu(t+h) = P[N(t +t+h) — N(ts) = n|d] = NG+t +h) - N(ty) =nn 4]

P(4)
_ P[DH;(Z)” 04l _ p—l(A)%P[DM =N AN (D = m)]
=P YA P[Dyr - D, =0NAN (Dy = n)]
+P[(Dt+h—Dt= l)ﬂAﬂ(Dt:n—l)}
n—2
+ 3 P[(Dyh—Di=n-m)nAn (Dy = m)]};
m=0

luego

Pu(t+h) = P[Dyss = D = 0|AN (D, = n)) PLAN (D; = n)] P~ (4) +

P[Diyn — Dy =1|AN(Dy=n — DIPIAN(Dy =n—1)|P7Y(A) +

S PlDin— Di = n—mlAn (D = m)] P[AN (D, = m)|P=1(4).

Pero los términos sefialados son P,(t), Fr-1(t) y Pn(t) respectivamente, entonces

Pn(t -+ h) = Pn(t)P!Dt—i-h. - Dy = OJA N (Dt = ﬂ.)]+
Po1()P[Des — Dy = 1]AN (Dy = n — 1))+

—2
B (t)ZZ:OP[DHh —Di=n-m|AN (D; = m)].

Por (1.15) el tercer sumando es una funcién o(h) para cada n fijo. Aplicando (1.14)
y (1.15) nos queda

Pa(t+h) = Po(®)(1— M) + P_y ()M + o(h);



reordenando y dividiendo por h tenenmos,

Pu(t+h) — P,_(t) = —APy(t) + AP, _1(t) + —)5

o(h
h
haciendo h | 0, nos da
Po(t) = —AP,(t) + APp-1(t); n>1. (1.19)
Para el caso en que n = 0; P_;(t) es considerado idénticamente 0, luego
Fy(t) = —ARo(t);
dividiendo por Py(t),

5t _ .
Fo(t) 1

integrando tenemos
logPy(t) = —At + C;

esto implica
Pg(t) - e-—z\t+C = e—-)\teC;

tomando k = e® nos queda,
P()(t) = ke M,
Ademas
Py(0) = P[N(0) = 0] = ke® = 1;

se sigue que k = 1, por lo tanto
Po(t) = e, (1.20)
Anédlogamente para n > 0, de (1.19) tenemos
M (PL(t) + APn(t)) = AeMP,_1(8);

luego,

(P Pult) = APy (t) (L21)

Integrando (1.21) tenemos la solucién de (1.19) dada por:

P,(t) = e [PR(O) + )\./UtPn_l(s)e)‘SdsJ . (1.22)

Ya que
lsin=0

Fa(0) = PIDy = i) = {15720,

‘s _at () y 7 : 5
la demostracién de P, (t) = e ’\t(—m)—; n=0,1,2, ... se verificard por induccién.

Para n =1 de (1.20) y (1.22) se tiene que,
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Pi(t) = e M [PI(O) + X /D tPg(s)e’\SdsJ = e~ M[At];

por lo que
Bilt] = qa.
Suponemos que se cumple para n — 1, es decir

e M(xt)"1 _

Fama(t) = (n—1)1 "

sustituimos F,_1(t) en (1.22),

te=As(yg)?1

P (t) =g {Pn(()) + )\‘/0‘ R PO (n(~ 1))| e’\“’dsJ =g {PH(U) -+ m—/\_nl—)!/ots”_lds:'
=M [Pn(U) + (n—)\_nl—)[ - }Lﬂ ;

de esta manera tenemos

e~ ()
n!

Pn(t)z y n=0,1,2,...

Por lo tanto, Py () tiene una distribucién de Poisson con media At. m

1.3 Proceso de Poisson no homogéneo

Una generalizacién del proceso de Poisson es permitir que el pardmetro A sea una
funcién de t. Esto es, en muchas aplicaciones se consideran pardmetros que varfan
con el tiempo en forma no homogénea, tales procesos son denominados procesos de
Poisson no homogéneos o no estacionarios; para una mayor referencia ver Karlin and
Howard[13] y Resnick[22].

En la Definicién 1.4 de proceso de Poisson, consideremos el espacio de estados
E =[0,00), £ es la o-4lgebra generada por los intervalos de la forma (a, bl de E, ;1
una medida en (E, £), tal que es finita para conjuntos en £,

)u'() : E == R:
y absolutamente continua con densidad A(t); esto es
t
w0 = [ Ada
0
donde A(t) es la funcién de intensidad del proceso.

Definicién 1.8 Un proceso de conteo {N(t)}iz0 es un proceso de Poisson no
homogéneo con funcidn de intensidad A(t)si



(i) PIN(0) = 0] = 1.

(i) Para 0 < tg < t1 < tg < -+ <t < -+ < t, tenemos que N((t;, tir1]),
i=1,2,...,n son variables aleatorias independientes.

(iit) Para cadat > 0

o=l @y (@)™ (f))

P[N((0,t]) =n] = paran > 0;

donde u(t) =-/0 Alu)du.

Observacién 1.12 Si N(t) es un proceso de Poisson no homogéneo en la recta con
funcidn de intensidad A(t), entonces un incremento N(t) — N(s), nos proporciona el
nimero de eventos en un intervalo (s,t], y los incrementos sobre intervalos ajenos
son variables aleatorias independientes.

Este proceso puede ser obtenido como una transformacion del proceso de Poisson
homogéneo de la siguiente manera.

Definicién 1.9 (i) Se define la funcién m(t) como:
t
m(t) = 40,1 = | Ms)ds
0

(ii) Se define la funcidn inversa por:

m(t) :=inf{u € E: m(u) > t}; t>0.

Si suponemos que m(co) = co, entonces el conjunto {u : m(u) > ¢} es no vacio
para toda t, asi

%(t) : [0’ CXJ) — [01 OO),

como m es continua, tenemos que i es estrictamente creciente. Si N = > n>168n
es un proceso de Poisson homogéneo con medla igual a uno, entonces considerando
en la Proposicién 1.4 la transformacién T' = 7 se sigue que

=D ehns,);
n>1
también es un proceso de Poisson con media dada por:
w(00,4)) = p(im=1(0,4]) = e : M(x) < t}]
= ez <m)} = [0, m(t)]] = m(t) = [0, 4);
donde [0, ]| representa la medida de Lebesgue.
De esta forma hemos obtenido un proceso de Poisson no homogéneo con media

plt) = f A(s)ds a partir de un proceso de Poisson homogéneo.
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Observacién 1.13 Lo anterior significa que, si > 1 ES'n €8 un proceso de Poisson
con media p en [0,00) absolutamente continua con densidad A(8), donde 0 < s <
5y < ..., €s la sucesion de puntos asociado al proceso, entonces se cumple que la
distribucion del proceso de puntos {S)}n>1 es la misma para el proceso de puntos
{7 (Sn)}nz1

{Suknz1 £ {(Sh),n > 1},

donde < significa igualdad en distribucidn, Asi que en R™>,

{m(S:z)}nzl 2 {Sn}nz;[,

De agui que, 3", ., €m(S'n) ¥ D, ESn tienen la misma distribucion, por lo tanto
b €m(S'm) €8 un proceso de Poisson homogéneo con )\ = 1.

Observacién 1.14 Al tgual que en el caso homogéneo, las Condiciones 3 Y 4° se
cumplen para un proceso de Poisson no homogéneo. Esto es, podemos expresar un
proceso de Poisson no homogéneo en términos de funciones o(h).

1.4 Comentarios finales

En este capitulo se ha presentado el proceso de Poisson, tanto en el espacio como
en la recta real. A menudo son mis realistas los modelos basados en procesos
de Poisson no homogéneocs, en los que la tasa de ocurrencia de un evento es una
funcién del tiempo. De acuerdo a este capftulo una forma alternativa de estudiar
el comportamiento de las rachas de calor es estudiar el tiempo que trascurre entre
dos rachas de calor consecutivas. Por lo que en el caso de estudio verificaremos, en
primera instancia, si los tiempos entre rachas de calor consecutivas {Tn}nZI; siguen
una distribucién exponencial.

A la luz de los datos, una vez determinada la forma funcional de la funcién
de distribucién que sigue la variable aleatoria, objeto de estudio, contamos con un
conjunto de funciones de probabilidad que depende de pardmetros desconocidos.
Suponiendo que los datos han sido obtenidos de uno de los modelos de la familia,
iqué puede concluirse sobre los valores de los pardmetros desconocidos o acerca de
los datos del mismo modelo? ison los datos consistentes con la familia de modelos
de probabilidad? Esta situacién se presenta con frecuencia debido a que es posi-
ble, a menudo, conocer la forma funcional de la distribucién de probabilidad por
consideraciones tedricas, quedando tinicamente indeterminados los pardmetros que
determinan la funcién de distribucién, jugando un papel fundamental la “Teorfa de
la Probabilidad” en las distintas formas funcionales de las distribuciones de proba-
bilidad.

La diferencia entre un modelo probabilistico y un modelo estadistico es que en
el primero la probabilidad est4 totalmente especificada, mientras que en el segundo
la distribucién de probabilidad es desconocida. Todo lo que se conoce son algunas
caracteristicas de esta distribucién de probabilidad. El quehacer de la estadistica es
inferir un elemento de esa familia de modelos de probabilidad, que en la mayoria de
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los casos es conocida excepto por un ntimero limitado de pardmetros desconocidos.
Son precisamente la funcién de intensidad y los pardmetros involucrados en ella sobre
los cuales realizaremos inferencia. Estableceremos un rango de prediccién sobre la
funcién de intensidad para el comportamiento de futuras rachas de calor en la region,
y estimaremos los pardmetros desconocidos mediante el enfoque de verosimilitud,
validando las propiedades frecuentistas del método a través de las probabilidades
de cobertura real de los intervalos de verosimilitud, mismos que resultaran una
aproximacion a los intervalos de confianza seleccionados en el estudio del fendmeno
aleatorio “Rachas de calor”. Este es precisamente el propésito del siguiente capitulo:
realizar inferencia estadistica en procesos de Poisson.
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Capitulo 2
Inferencia estadistica en procesos de Poisson

La inferencia estadistica, en base a un conjunto de observaciones de una variable
aleatoria de una poblacidén es un planteamiento inductivo que infiere acerca de
la funcén de distribucién que aceptablemente se ajuste a las observaciones y del
parametro de probabilidad de ocurrencia de la muestra.

En el presente capitulo describiremos una manera de realizar inferencia es-
tadistica sobre los pardmetros de un proceso de Poisson basindonos en la teoria
de verosimilitud y encaminar el propdsito de este trabajo de tesis. En primer ins
tancia determinaremos el estimador o estimadores de méxima verosimilitud en un
proceso de Poisson, con la finalidad de realizar inferencia sobre los mismos, cal-
culando, graficando e interpretando los intervalos de verosimilitud asi como los de
confianza, de cada uno de los pardmetros, e intervalos que cubrirdn el valor del
parametro con una cierta probabilidad. El siguiente compendio de resultados estd
basado en las referencias: Basawa[l], Canavos[4], Evans & Rosenthal[9], Gémez[10],
Kalbfleisch[11], Pranab[19] y Sprott[25].

2.1 Funcién de verosimilitud

La estructura inferencial de un modelo se especifica por los siguientes tres ele-
mentos: el espacio muestral, conjunto de todas las muestras aleatorias posibles
X = {X1,Xa,...,Xn}, el espacio parametral © = {6}, 60s, ...,6;} que es el conjunto
de posibles valores que puede tomar el vector de pardmetros y la funcién de proba-
bilidad P(X = z;6) que depende del vector de pardmetros desconocidos. Este es el
modelo estadistico usual de un experimento; el conjunto de funciones de probabilidad
con parametros definidos en un espacio parametral,

F={P(6):00CR}.

Una vez observada la muestra, el problema es inferir el elemento de la familia de
distribuciones de probabilidad para X. Si tenemos una o varias variables aleatorias
X ~ f(6p), donde 6y es el valor verdadero: la estadistica infiere sobre ese valor
verdadero ty. Pero ;Cémo se debe proceder para estimar el valor de 6y con base en
la. muestra aleatoria? Un posible método es seleccionar el valor de 6 para el cual la
probabilidad del valor observado es maxima; dicho método requiere de un concepto,
el de funcién de verosimilitud. Una vez justificados los medios, es en este concepto
que centraremos el desarrollo de este trabajo de tesis aplicado a procesos de Poisson
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tanto homogéneos como no homogéneos respectivamente, con la finalidad de producir
inferencia sobre los pardmetros desconocidos estimados por méxima verosimilitud.

Considérese una muestra de variables aleatorias independientes e idénticamente
distribuidas X = (X1, X, -, Xn) con funcién de probabilidad P(X = z;6), que de-
pende de un ntimero finito de pardmetros reales desconocidos § — (01,09, ..., o) € ©,
donde 6 puede ser un vector de pardmetros.

Definicién 2.1 La funcidn de verosimilitud de una muestra z = (i, i)
denotada por L(6; z), se define como una Suncidn del pardmetro 9 que es proporcional
a la probabilidad de la muestra observada P(X =z;0). La funcién L : © — RTU{0}
estd doda por:

L(0;z) o« P(X = g;8). (2.1)

La funcién de verosimilitud tiene un rol muy importante dentro de la inferencia
estadistica, su principal objetivo es la de inferir acerca de los pardmetros involucrados
en la distribucién que haya sido seleccionada con la finalidad de describir mejor el
fendémeno aleatorio de interés a partir de la muestra observada. Es aqui donde
hacemos hincapié del hecho de que ésto toma relevancia cuando el experimento
ya ha sido ejecutado, esto es, después de que las variables aleatorias ya han sido
observadas.

Aproximacién continua de la funcién de verosimilitud

En la realidad todo instrumento de medicién tiene precisién finita y sélo pueden
registrarse mediciones con un ntimero finito de decimales, por lo que los datos ob-
servados siempre son discretos. Pero cuando X es una variable aleatoria, continua, la
observacién X; = z; debe interpretarse como X; € (i —e/2, x5+ /2, donde ¢ repre-
senta la presicién del instrumento de medicién. Entonces para una muetra de vari-
ables aleatorias independientes e idénticamente distribuidas X = (Xl,Xz,...,Xn)
con funcién de densidad fy (2;8), la funcién de verosimilitud de @ es proporcional a
la probabilidad conjunta de la muestra observada,

n g e
L(6;z) l_L.:lP(ﬂ?z' —3SX <+ 5;6’)
xﬁ-%
=HT.L_ f [x (z;0)dz. (2.2)
i=1 -]:'i—g'

Si e = 0, significa que el instrumento de medicién tiene precisién infinita, esto
es, que las observaciones pueden registrarse con un ntimero infinito de decimales, lo
cual es imposible en la realidad. Ademéss para una variable continua se tiene que
P(X = z;8) = 0 para toda Z y ¥, por lo que no es posible entonces definir la funcién
de verosimilitud a partir de dichas probabilidades para este caso. Entonces se supone
que la precisién del instrumento de medicién es € > 0,y bajo ciertas condiciones la
funcién de densidad f(z; ¢) podrd usarse como una aproximacion a la funcién de
verosimilitud (2.2), referencias Montoya[16], Montoya, Diaz, Sprott[17].



Por el teorema del valor medio para integrales de funciones continuas, para algtin
punto z’ en el intervalo cerrado [z; — €/2,z; +£/2], la i-ésima integral en (2.2) es

zi+e/2

g B = oy e B ) :] Pl (2.1)

T;—e/2

Si fx(z; @) es aproximadamente constante en este intervalo para todo valor plausible
de 6, entonces fx(z';0) = fx(z;0) en ese mismo intervalo. Si esta aproximacién es
adecuada para algunos o todos los ¢ € {1,2,...,n} y si € no depende de 6, entonces
las correspondientes probabilidades en (2.2) pueden reemplazarse por la funcién de
densidad evaluada en el valor observado x;. Esto es,

£ ) m n
L(#;z) o H:le(wi —pSXism+ 5;9) A Hizlffx(%';g) 8 Hizle(:C“ 0).

El propésito principal de la aproximacién continua es la conveniencia matemdtica
de facilitar los calculos mediante derivadas e integrales.

Existen diferentes procedimientos para estimar los pardmetros de un modelo de
probabilidad. De entre esos procedimientos probablemente el mas versatil, ya que
se puede aplicar en gran cantidad de situaciones, y por ello uno de los méds utiliza-
dos se conoce con el nombre de “método de méxima verosimilitud”, que selecciona
como estimador del valor verdadero a aquél valor del pardmetro que maximiza el
valor de la probabilidad de la muestra aleatoria observada. Luego, una manera de
calcular estos estimadores es derivar la funcién de verosimilitud con respecto a cada
uno de los pardmetros a estimar, igualar a cero y despejar el respectivo valor del
pardmetros. Podemos considerar que el método de méxima verosimilitud tal y como
hoy lo conocemos e interpretamos fue propuesto por Fisher en 1912; sin embargo
la resolucién de los problemas numéricos planteados por este método en la mayor
parte de los casos son de tal magnitud que no habfa sido posible su amplia utilizacién
hasta la llegada de los ordenadores modernos.

2.1.1 Funcién de verosimilitud relativa

Es importante recordar la interpretacién de la funcién de verosimilitud; L(#;z) es
proporcional a la probabilidad de la muestra z, dado que 6 es el valor verdadero, y
no la probabilidad de 6 dado que hemos observado z. También puede ocurrir que
el valor de L(6;z) sea muy pequefio para cada valor de f, sin embargo, no es el
valor concreto de la verosimilitud el que nos informa de la confianza para cada valor
de @, sino el valor relativo de la verosimilitud de los diferentes valores posibles del
pardmetro. Lo interesante entonces, es trabajar con los cocientes de verosimilitudes,
esto tiene sentido y se interpreta como una medida de plausibilidad entre dos valores
del pardmetro basada en la muestra observada z. El cociente L(61;z)/L(92;2) =k
significa que el valor 6; es k veces mds plausible que el valor de 6,9, en el sentido
de que 01 hace k veces més probable a la muestra observada de lo que la hace 65,
Por esta razon se sugiere usar la funcién de verosimilitud relativa que definimos a

continuacién para hacer inferencia sobre los pardmetros del modelo probabilistico
P(X = z;8).
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Para que la funcién de verosimilitud no involucre una constante arbitraria de
plausibilidad, es necesario estandarizarla con respecto a su mdximo. A esta funcién
estandarizada se le conoce con el nombre de funcién de verosimilitud relativa.

Definicién 2.2 La funcidn de verosimilitud relativa R(6;z) de 8 estd definida
como la razon de la funcidn de verosimilitud L(6;z) y su mdzimo L8 z) -
L;z) _ L(6;z)

R(6;z) = = =
gleaécL(g,i) L(6; z)

(2.3)

Donde § € O es el valor del pardmetro en el cual L(6; z) alcanza el valor maximo
en 6, y se le conoce como estimador de mdzima verosimilitud (EMV) de 8. E1 EMV
es el valor més plausible de  en el sentido de que le da a la muestra observada la mis
alta probabilidad de ocurrencia. Comiinmente no es posible calcular el estimador de
méxima verosimilitud de manera analitica, Por ello son' necesarios procedimientos
numeéricos como el método de N ewton-Raphson, por ejemplo, para calcular las raices
de una funcién, referencia Burden[3]..

Ya que L(6;z) oc P(X = g; 0), y P(X = z;6); es una funcién de probabilidad
necesariamente acotada, el denominador de (2.3) existe y es finito. Se sigue que
R(#;z) es una medida de plausibilidad de un valor especifico de @ relativo a E,
basada en la muestra observada z. Note que L(6;z) < L(6; z) para todos los valores
posibles de @ en el espacio paramétrico, se sigue por tanto que 0 < R{tz) < 1.
Valores de 6 con R(6;z) cercanos a 1 son muy crefbles o plausibles, mientras que
valores cercanos a cero son poco crefbles en base a la muestra observada.,

En el siguiente ejemplo ilustraremos el algoritmo a seguir para el cdlculo del
estimador basados en la teorfa de verosimilitud hasta ahora comprendida.

Ejemplo 2.1 Consideremos una muestra de variables aleatorias ¢ = (1, zo, ..., Ta)
independientes e idénticamente distribuidas con funcidn de densisdad flmd) =
-ﬁlgexp{—%m}; 6 > 0.

De (2.1), la funcién de verosimilitud es:

n n
1 1 1 i 1 t

L{t:z) = c(g)qg exp {—aa:,} = elz): g €XP {—ZIF} = c(x) - gn OXP {_5};

= i=
donde ¢(z) es una funcién constante arbitraria, positiva de z que no depende de ¢ y
i= ?21 Hit

Puesto que, en general, la funcién de verosimilitud es compleja y dificil de eva
luar, y dado que existe una relacién biunfvoca entre una funcién y su logaritmo,
preferimos encontrar la derivada del logaritmo de la funcién de verosimilitud, deno-
tada por:
£(6; z) =log L(6; ).

Aplicando logaritmo a la expresién L(0;z) obtenemos,

€(8;z) =log L(6;z) = '(z) — nlog (8)-%.
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Por facilidad matemdtica, siempre podemos trabajar con el logaritmo de L(;z) ya
que la funcién de verosimilitud es no negativa. con la convencién de que £(6: z) = —oo0,
si L(8; z) = 0. El objetivo que se pretende con el método de estimacién es encontrar
aquellos valores de los pardmetros que maximicen la probabilidad de ocurrencia de
la muestra. Por lo tanto, para encontrar estos estimadores se debe derivar la funcién
de verosimilitud con respecto a cada uno de los pardmetros a estimar, igualar a cero
v despejar el respectivo valor, esto es, se debe determinar la “funcidn Score”, que no
es otra cosa mds que la primer derivada de la funcién log-verosimilitud con respecto
al pardmetro desconocido. Resolviendo la ecuacién de verosimilitud, obtenemos la
funcién Score que denotaremos se(b: ),

0l(@;z) -n  t2

se(fia) = —— = — 4+ _
—nf 4+t
se(f;z) =0 = 0.
Por lo tanto, un punto critico estd dado por
o 4
f=—=Z.

T

Para determinar el EMV, determinamos la segunda derivada con respecto a @
que es conocida como “informacién de Fisher”, que denotaremos por I(6;z), y
verificamos que sea negativa con la finalidad de determinar si el punto critico es un
maximo. La informacién de Fisher mide la curvatura de la funcidn de verosimilitud
relativa o precisién local en una vecindad de su méximo. De aquf la justificacién
del término “informacién”. Esta es de particular importancia cuando la forma de la
funcién de verosimilitud es simétrica, o tiene la forma de la normal. Cuando el valor
de I(#; z) es pequeno la curva de la funcién de verosimilitud es extendida; mientras
que cuando el valor de I(#;2) es grande la curva es angosta. Si en la informacién
de Fisher sustituimos el valor de aobtenemOE lo que conocemos como “informacién
observada” I(6;z), de aqui entonces que I (¢; ) es la principal caracteristica de la
forma de la funcién de verosimilitud

G 52
I(0;z) = ["W log L(&@J »

Determinando ahora la informacién de Fisher tenemos

9 no, N —nf+ 25" g,
I(g;g):“-_agsc(mﬁ%):‘@ 7 -’Eiz#%ﬁ.
=1

Su valor en @ = 6, nos proporciona la informacién observada.,

I(@;g):— 2—+£n§: -£+¥ = AE
02 93 62 92 g2

La funcién de verosimilitud relativa (2.3) estd dada por

t n_1+1 g e P
R(G;g): (Eé) e (5 nt): (;}—9) e (a )
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pero 6 = t/n, donde t = 3" | x;, luego

i
E—’ng'f'n.

I D)

R(6;z) =

2.1.2 Intervalos de verosimilitud

Hasta ahora se ha visto cémo determinar el estimador de méaxima verosimilitud
a partir de la funcién de verosimilitud, sin embargo una estimacién puntual no
proporciona ninguna informacién sobre la precisién involucrada en la estimacion.
Una manera usual de hacer inferencia sobre un pardmetro es determinar un intervalo
de valores plausibles del pardmetro en base a la muestra observada, Sprott[25]. A
ese intervalo se le conoce como intervalo de verosimilitud.

Definicién 2.8 El conjunto de wvalores de 6 para los cuales R(6;z) > ¢, donde
0 < e <1, es conocido como intervalo o region de verosimilitud de nivel ¢ para
0 que denotaremos por IV (c).

Cada valor especifico de 8 dentro de la regién tiene una verosimilitud relativa
R(0;z) > ¢, y cada valor especifico de 6 fuera de la region tiene una verosimili-
tud relativa R(6;z) < ¢. Por tanto, el [ V{c) separa valores plausibles 6 de los no
plausibles a un nivel ¢.

Los intervalos o regiones de verosimilitud son de gran uﬂtilidad para comparar la
plausibilidad de los valores del pardmetro § con respecto a ¢ especificando rangos de
los valores del pardmetro mds plausibles. Cuando 6 es unidimensional, graficamente
los intervalos de verosimilitud son resultado de trazar una linea horizontal a través
de la grafica de R(f;z) a una distancia ¢ del eje de . Variando cde 0 a 1 se produce
un conjunto jerarquizado y anidado de intervalos de verosimilitud que converge al
estimador de méxima verosimilitud 8 cuando ¢ converge a 1. De esta manera # es
un valor comin en todos los intervalos, v eso sirve para especificar su localizacion,
es decir, proporciona alguna idea de la simetria de la funcién de verosimilitud con
respecto a 0 y de cémo cambia la plausibilidad dentro del intervalo. Este conjunto
de intervalos reproduce la forma de la funcién de verosimilitud relativa R{8;z). La
desviacién de # del centro geométrico del intervalo nos da una idea del sesgo de
la funcién de verosimilitud y por ende de la vecindad de plausibilidad dentro del
intervalo. Usualmente consideraremos IV(¢) con valores de ¢ = 0.258, 0.147 y 0.036.

Observacién 2.2 Es importante enfatizar que la verosimilitud es una Jfuncion pun-
tual, y por lo tanto el nivel de plausibilidad ¢ de un intervalo de verosimalitud, no
es una declaracion de la incertidumbre del intervalo. Es una declaracidn acerca
de la plausibilidad relativa de cualquier punto individual dentro del intervalo, cuya
verosimilitud es igual o mayor a c.

2.1.3 Probabilidad de cobertura de Intervalos de verosimilitud

Los resultados que veremos en esta subseccién son de gran relevancia al momento
de asociar un nivel de conflanza a los intervalos de verosimilitud, Lo haremos a
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través de la convergencia en distribucién del estadistico de prueba basado en el
método de méxima verosimilitud, como lo es el estadistico de razén de verosimilitud
(Neyman y Pearson, 1928) A = —2log R(fg; x), a una variable aleatoria Ji-cuadrada
con un grado de libertad. Para la demostracién de este resultado citaremos algunos
antecedentes relevantes de los cuales no se incluye la demostracidn, para una mayor
referencia de su desarrollo cito a Serfling[24].

Primeramente debemos considerar condiciones de regularidad para la familia de
funciones de probabilidad que a continuacién describiremos: Sea © un intervalo
abierto, no necesariamente finito se cumplen las siguientes condiciones de regulari-
dad:

. o 82 : 83 )
R1: Para 6 € ©, las derivadas ‘E)EIOg Fle; ), EY5) log f(z;8) y 35 log f(x;8), exis-
ten para toda z.

R2: Para f € © existen funciones g(x), h(z) y H(z), tal que para f en una vecindad
de fr’o;

% log f(z;8) ]
062 [

& log f(x;8) |

‘f)leg [(z;6) »
—_— . < H(z);
; 063

a0 ’| € gla); < h(z),

se cumplen para toda z. Ademis, /g(:c)dm < oo, /h(m)dw < ooy EglH(z)] < oc.
R3: Para cada 6 € ©, se satisface que 0 < Ey[8log f(x;0)/86]2 < oc.

La condicién (R1) nos asegura que la funcién Alog f(x;6)/06 tiene, para cada
T, una expansion de Taylor como una funcién de #. La condicién (R2) asegura
que las funciones /f(:r; B)dx y /[éﬂog [(z;0)/06) dr pueden ser diferenciadas con
respecto a 6 bajo la integral. La condicién (R3) establece que las variables aleatorias
dlog f(x;6)/06 tienen varianza finita positiva.

Otro antecedente que nos serd de utilidad en la demostracién es la siguiente
proposicion.

Proposicidén 2.1 Bajo las condiciones de regularided R1-RS3, consideremos obser-
vaciones independientes e idénticamente distribuidas en la familia de funciones de
probabilidad, pare § ©. Luego, con probabilidad 1 las ecuaciones de verosimi- litud
admiten una sucesidn {8,} de estimadores que salisfacen:

e

a) Consistencia, en el caso de poblaciones infinitas se dice que un estimador 0, es

. g P
consistente si (6, — #) — 0, cuando n — oc.

b) Asintocidad Normal, /n(f, — 0) converge en distribucion a una Normal con
media cero y varianza I71(0;x)), es decir: v, - ) % N(0,I748; ).
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Por 1ltimo, utilizaremos en la demostracién el Lema de Slutsky relacionado con
convengencia en distribucién de sucesiones de variables aleatorias,

Lema 2.3 Sean {X,} y {Y,) sucesiones de variables aleatorias tales que X, % X
9% Yo Le donde ¢ es una constante. Entonces

Ko B B % s

XnYniicX.
X’n da X y
?R—H?, st e

Para demostrar la convergencia del estadistico de razén de verosimilitud lo hare-
mos mediante una hipétesis nula simple del tipo Hy : 0 = 8. Con este resultado
determinaremos para qué niveles de ¢ los intervalos de verosimilitud se relacionan,
con ciertos niveles de significancia, como por ejemplo a = 0.1, 0.05 y 0.01, a través
de los cuatiles de un variable aleatoria Ji-cuadrada con un grado de libertad. Pro-
porcionando de esta manera, una probabilidad de cobertura para los intervalos de
verosimilitud para los mencionados niveles de .

Teorema 2.4 Bajo las condiciones de reqularidad R1-R3 y bajo la hipdtesis Hy

0 = 6o, el estadistico de razdn de verosimilitud A = —2log R(fo; =) converge en
distsribucion a una Ji-cuadrada con un grado de libertad, x%l).

Demostracién. Sea
£a(6) = log L(6);

construyamos la expansién de Taylor de £,(8) alrededor de § = é\n:

" ” 5 o On — 0)% , ~ 5
n(80) = £00) + (B~ )0, Bo) + PPl (0,2

-~

371(90) — f(é\n) = n(gﬂ - 90)21(90) { g;i(gn)

1 (6g) +R2(6[J=f9n)J ;

de donde obtenemos:

A= =2 {EH(QD) = F(gn)} —2log R(fy; z) = n(gn = 90)21(60) {%ﬁ% + R3(8y, é\n)J :

.

considerando que bajo Hy : 8 = 6 se cumple:

V8 — 60)v/T(80) 5 N(0,1) = n(B, — 60)21(8) 2 iy

Por la Ley Fuerte de los Grandes Niimeros tenemos:

Eﬁ((?g) cE
T - 1(60) - TL[(BQ)

balln) P o
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. . P
Por otra parte por la consistencia (, — ) = 0, cuando n — oo tenemos
=P
Ra(0y,8,) = 0.

Luego, por el lema de Slutsky

d
A= X?l)'

Por lo tanto, el estadistico de razén de verosimilitud converge en distribucién a una
variable aleatoria Ji-cuadrada con un grado de libertad. m

Si se tiene una muestra observada z que proviene de la distribucién de X con
pardmetro fp, entonces se puede calcular un intervalo [A.B] para el valor verdadero
. La probabilidad de cobertura del intervalo aleatorio [A,B] es la probabilidad de
que cl intervalo [A,B] incluya o cubra el valor verdadero del pardmetro 6 :

Esta se interpreta como la fraccion de las veces que el intervalo [A,B] podria incluir
el valor verdadero 6y en un ntmero grande de repeticiones del experimento con
pardmetro 6y. Los extremos del intervalo A y B son variables aleatorias ya que
pueden variar cuando cambia la muestra. Nétese que la distribucién de probabilidad
de A y B se puede calcular a partir de la distribucién de probabilidad de la muestra
de variables observadas y que generalmente depende de 6y, pudiendo incluir algunas
veces el valor verdadero 8y o no.

El intervalo aleatorio [A,B] es llamado intervalo de confianza (IC) para @ si su
probabilidad de cobertura CP(fy) = P(A <6y < B|f = ) es la misma para todos
los valores 6y del pardmetro, esto es, cuando dicha probabilidad de cobertura no
depende del valor de 6. En primera instancia, [A,B] es un intervalo del 95% para 6
si P(A <6y < Blf =65) = 0.95 para todos los posibles valores de 6y, Un IO del
95% podria incluir el valor verdadero by del pardmetro en un 95% de las repeticiones
del experimento.

La probabilidad de cobertura de un IV(c), se puede calcular a través de la
distribucién de probabilidad del estadistico de razén de verosimilitud A para § = 6,
A = —2log R(fy: x). Un valor particular del pardmetro, #y pertenece a un IV(c)
para # si y sélo si R(fg;2) > ¢, o equivalentemente —2log R(fg; z) < —2log ¢. De
esta manera, la probabilidad de cobertura del / Vic) es:

P(bo) = Pl € IV(c) ;6 = 8]
= P(A S -2 ].D{.’J C; fi= 9{}). (24)

En general es dificil encontrar la distribucién de probabilidad exacta de A; sin em-
bargo por el Teorema 2.4 se cumple que el estadistico de la razén de verosimilitud
A = -2log R(6y; z) converge a una Ji-cuadrada con un grado de libertad, X%] )» bara
todo fy € ® C R. Luego de (2.4) se tiene que P(A < d;6 = ) es la probabilidad
de cobertura del IV(e).

Por (24), P(A < d) es la probabilidad de cobertura del J V(e), donde d =

d
—2loge; ya que P(A < —2loge), entonces ¢ = ¢=5. Si se selecciona un valor de
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(1-q) c | d=gqgla,l)
0.90 0.258 2.706
0.95 0.147 3.841

| 099 [0036] 6.6

Tabla 2.1: Confianza aproximada de IV (¢) cuando @ es unidimensional

tablas d = g(a,1) = 3.841, donde ¢(a, 1) es el cuantil (1 — o) de una Ji-cuadrada
con un grado de libertad, tenemos que ¢ = e~ *5% = 0.147, por tanto P(A < 3.841)
es la probabilidad de cobertura del IV(c) con ¢ = 0.147. Obsérvese en la Tabla
2.1 que los valores 2.706,3.841 y 6.635 son los cuantiles 0.90, 0.95 y 0.99 de una
distribucién Ji-cuadrada con un grado de libertad, respectivamente.

Por lo que los IV(¢) con ¢ = 0.258, 0.147 y 0.036 tienen una probabilidad de
cobertura aproximada del 90%, 95% v 99% respectivamente. De esta manera, el
IV(c) también es un intervalo o region de conflanza para el pardmetro 6 y toma en
consecuencia el nombre de intervalos de verosimililud-confianza para 6.

La mejor manera de construir un intervalo de confianza es a partir de la funcién de
verosimilitud, con la finalidad de no caer en el caso en que se estén rechazando valores
plausibles por no ser cubiertos por el intervalo. Cuando aplicamos un estadistico
de razén de verosimilitud A = —2log R(6y; z) = X(21)’ el coeficiente de confianza
aproximado, es decir, la probabilidad de cobertura del J V(c) estd dada por:

CPmP@@g—m%q

Porque de la aproximacién J i-cuadrada, los intervalos de verosimilitud son exactos o
se aproximan a los intervalos de confianza en la mayorfa de las aplicaciones. Como
el cuadrado de una variable aleatoria Ji-cuadrada con un grado de libertad es una
normal estndar, por el inciso (b) de la Proposicion 2.2, \/ﬁ(gn —6p) L N(0, I71(8y;
z)), tenemos:

o~

Vilon o) 4 N(0,1);
e -1 (90; CL)
por el Lema 2.3 de Slutsky,

48 )

donde /-1 ((? ;) es un pivotal, ya que es una variable aleatoria que no depende
T
de 6. Esto es, es constante para toda 6.

Una de las aplicaciones de la Proposicién 2.2, de asintoticidad normal de f, es
la. siguiente definicién.

Definicién 2.4 El intervalo 8, + Tt V [—l(ﬁn; z)/n es llamado “intervalo de
Wald” y es un intervalo asintdtico de confianza 1 — o cuando n — oc.
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La anterior definicién es equivalente a que la probabilidad de que #; sea cubierto
por esos dos extremos converge a 1 — a, cuando n — oo,

CP() =
(2.2)
P (?Jn = ZQ/Q\/I—I(@L; x)/m < g < §n + Zaso I*l(@\n;m)/n) =1 -,
(2.5)
va que
An,_' 0
CP(6o) =P | Zs < _On—f)

2 ) < Za
VI Buia)/n
P (—Z%\/I‘l(gn;m)/rb < (ﬁn —by) £ Za I*l(é‘:n; J:)/n)

I

2

P (E)\n—Z;\/I*(gn;:c)/n <y < @7,+Z%\/I‘1(§n;m)/n) =1-aq,

donde Z ~ N(0,1).

2.1.4 Funcién de verosimilitud perfil o maximizada

Generalmente se presentan modelos con varios pardmetros donde el interés es esti-
mar un pardmetro cuando se desconce todo sobre los demds. A estos ltimos los
llamaremos pardmetros de estorbo. El problema de estimar por separado parametros
de interés en presencia de pardmetros de estorbo es relevante en estadistica por el
impacto que éstos pueden provocar en la inferencia acerca de los parametros de

interés. Cabe mencionar que un pardmetro puede ser considerado en algunos casos
como de estorbo y en otros no.

Supongamos que el modelo de probabilidad para un experimento involucra dos
pardmetros desconocidos, a v 3, v que sélo nos interesa hacer inferencia sobre 4, con
a considerado como un pardmetro de estorbo: la verosimilitud perfil es una alter-
nativa que se ha desarrollado para eliminar tal pardametro de estorbo, de tal forma

que la verosimilitud se puede escribir solamente como una funcién del pardmetro de
interés.

Definicién 2.5 Definimos lo funcién de werosimilitud perfil de 8, Ly(0;x)
como el mdzimo de L(a, 8:2) sobre o con 3 fijo, en otras palabras

Lp(3;z) = maxL(a, B;z) = L(a(B), 3;z),
a3
donde &(3) es el EMV restringido de o por un valor especifico de 3.

Si P(z; a, 3) es el modelo de probabilidad, tenemos que

L(&(B), 8;z) « P(z; a(B), 8).
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La funcidn de verosimilitud perfil relativa de 3, es el valor maximo de Hiev, Brz)
sobre a, con 3 fijo:

Rp(a(B), 8;z) = mng(a;, Gt

-~

Si @(8) = @, entonces

3

L(&(9), 5; z)
L(@(B), 5;z)

Las propiedades de R,(3;z) son similares a la funcién de verosimilitud relativa
vista en la Seccién 1, verosimilitud relativa con un pardmetro.

Ry{fva] =

= R(&(P), b;z).

@)

=

1

Note que 0 < R(e, f;2) < 1 vy R(@, E,g) = 1. Podemos pensar la gréfica de
R(a, B;z) como una “montafia” de conjuntos de verosimilitud sobre el plano «, 3.
Asi, cuando uno se posiciona sobre el eje de estorbo «, obtenemos una silueta 0
perfil de L,(5;z), que es justamente la funcién de verosimilitud maximizada. La
curva R(a, 3;z2) = ¢, la cual forma la frontera de esa regién de verosimilitud, es
llamada contorno de verosimilitud y lo denotaremos C'V(e). Equivalentemente el
CV(c) para ay 3 es el conjunto de valores (o, ) tales que R(a, 8;z) > loge. Una
manera conveniente de dibujar R(o, ;) en dos dimensiones es trazar contornos
de verosimilitudes relativas constantes en el plano a, 8. Usualmente los contornos
formardn un conjunto anidado de curvas de forma toscamente elipticas alrededor
del punto (a, ﬁ) entre mas clipticos sean los contornos es seiial de que existe alguna
relacién de dependencia entre los pardmetros involucrados.

El procedimiento para el cdleulo del EMV (@, 5), es igual que el caso para un
pardmetro. Para el caso de dos pardmetros la informacion de Fisher es una, matriz
simétrica 2 por 2,

. azﬁ(a,ﬁ;g) . BEE(Q,B;Q)
hi(e,852) hala, 8z Ba¥ G

)| _
Di(ey Bi2) Iala, Biz) | — (2.3)

Ie, Brg) = [
_Plapz)  8%(abiz)
360D e

Para que la matriz anterior tenga un mdximo relativo, la matriz de la informacién
observada I(@,8;z) debe ser positiva definida, esto es, que el determinante del
sistema sea mayor que cero. Es decir,

Ly > 0; Ty > 0 Ilyn 1y >0 (2.6a)

donde fij = I.L'j(a, 3. i)

Esta ecuacién puede ser resuelta para 5 como en el caso de un pardmetro. El
método de Newton-Raphson nos sers de mayor utilidad, ya que nos proporciona los
valores estimados de los pardmetros, cuando no es posible resolver analiticamente
el vector de ecuaciones formado por las funciones Score. Sea I™Y(a, B;2) la ma-
triz inversa de la matriz I(a, 8; ) y definimos la i-ésima entrada de la diagonal de
I"Ya, B;2) como {I7Y (e, B;z)}¥. Asi, la primera entrada de la matriz de infor-
macién perfil para 3, por ejemplo, es Bz = 1/1‘1(0::@)11.
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Para el caso de dos pardmetros tenemos

= i
] - [844] ol Ill Ilg 51 ) (Qﬁb)
5 Bo Iy I Sy
donde las componentes del vector Score y la inversa de la matriz de informacién son
todos evaluados en oo = g v 8 = . Empezando con ag v 3y como valores iniciales,

aplicamos la expresion (2.6a) repetidamente hasta que obtener la convergencia, y
finalmente verificamos que la condicién (2.6b) se satisface para un méximo relativo.

2.2 Inferencia en procesos de Poisson homogéneos

El objetivo de esta seccién apoyada en Basawa[l], es establecer la relacién entre la
teorfa estadistica, bajo el enfoque de verosimilitud desarrollada en la Seccién 1 de
este capitulo y la teoria de probabilidad, al realizar inferencia en los pardmetros de
un proceso de Poisson. Analizaremos algunas formes de llevar a cabo la inspeccién
de un proceso de Poisson homogéneo con la finalidad de aplicar el método de méxima

verosimilitud para estimar el pardmetro del proceso y construir intervalos de confi-
anza.

Sea {N(t)}:>0 un proceso de Poisson homogéneo con pardmetro A\ de acuerdo
a la Ddefinicién 1.7, esto es, un proceso que cumple con: P[N(0) = 0] = 1, para
0< 85 <851 <82 <+ < 8y tenemos que N((S;, Si41]), 4 =1,2,...,n son variables
aleatorias independientes y que para cada s, > 0,

e M=)t — 5)"

7l

PIN{{s, )y =m] = = 0,1,2.. .8

donde N(f) es el nimero de eventos ocurridos hasta un tiempo ¢ El objetivo es

estimar el pardmetro del proceso A usando algunas de las realizaciones de un proceso
de Poisson, que aqui se mencionan, .

2.2.1 Observacién continua en un intervalo de tiempo fijo

Supongamos que se observa un proceso de Poisson homogéneo en un intervalo de
tiempo fijo [0,7y]. Sea N’ el niimero total de eventos que ocurrieron durante ese
intervalo. Sea el vector § = (51, 5a,...,Sn) los tiempos de ocurrencia de cada uno
de los eventos en el tiempo, sea T, = Sy — Sy_1, para k = 1.2,... con Sp =0, los
tiempos entre eventos consecutivos.

Asumiendo que N(0) = 0, la funcién de verosimilitud para )\ con base en la
realizacién estd dada por:

L8« p| V) - NS = N&SQ)—N(Sl):l....,

1, :
N(Sw) = N(Syi—1) = 1, N(To) - N(Snr) =0
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Por ser NV un proceso de Poisson, se cumple que los incrementos son variables aleato-
rias independientes y que éstos se distribuyen Poisson; luego, se tiene que

N’
L(X; 8) o (H P[N(Si) — N(Sp_1) = 1}) P[N(Tp) - N(Sp+) = 0]
k=i

Nf
e (a(ﬁ) H e{—/\(SwSk»x)}[)‘(S}c _ 5&1)]) el MTo=8y1)}
k=1

N
_ (c(ﬁ_) H E—AT)C)\Tk) e—MTo=Sp)

k=1
N
N
k=1
NY
donde ¢(S) es una funcién constante de S, que no depende de \. Ya que H Ty es
k=1
una constante por no depender del pardmetro \ tenemos,
LN 8) = o(8) - AV A oMo,
N
pero como Z Ty = S}, se sigue
k=1
L(%8) = e(8) - AV'e™ATo, (2.7)

Aplicando logaritmo a la funcién de verosimilitud obtenemos la funcién log-verosimilitud

dada por
{X8 = {8+ log L(A;8) = ¢(S)+ N'log A — ATy, (2.8)

Considerando ahora la funcién Score para encontrar el maximo verosimil tenemos:

de(rS) N
(M) =—"= = _ Ty 2.9
sc(A; S) Y 0y 03 (2.9)
igualando a cero y resolviendo la ecuacion, obtenemos la expresién del estimador de
méxima verosimilitud para \:
~ N
A= —; 2.10
o (2:0)

donde N’ ~ Poisson()).

Para finalizar, determinaremos un intervalo de confianza para este método de ob-
servacion continua de un proceso de Poisson homogénco en un periodo de tiempo fijo.
,/ . i . 5 7 . 3 v
Ya que N sigue una distribucién de Poisson con media ATy en [0, Tp], tenemos que
el valor esperado del estimador de maxima verosimilitud es:
E[N'] T

=— =)\

= Ty Ty
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Por lo tanto, A es un estimador insesgado y su varianza es:

V(NY? _ M _ A
(To) (To)*  To

V() =

Ya que hemos considerado la esperanza y varianza del estimador de méxima
verosimilitud ’)I, para fines comparativos con los intervalos de verosimilitud que m4s
adelante mostraremos, un intervalo de confianza para este tipo de inspeccidn de un
proceso de Poisson homogéneo, es el intervalo de Wald con el 95% de probabilidad

de cobertura, de (2.5) de la Definicién 2.4 tenemos:

N Zoyp\ I (R 2) /N = A F 1963/ 1-1 (N ) = X 7 1.96 V. (2.11)

Como podemos observar el intervalo de confianza de Wald es simétrico ¥ no depende
de la funcién de verosimilitud. Asf por ejemplo si observamos una coleccidn de
datos que presentan variacién asimétrica, con el intervalo de Wald corremos el riesgo
de rechazar valores plausibles por no ser cubiertos por el intervalo, o peor aun,
considerar en su interior valores implausibles, como ilustraremos en los ejemplos
simulados en el capitulo siguiente.

2.2.2 Observacién continua en un periodo de tiempo aleatorio

Supongamos que empezamos a observar el proceso de Poisson homogéneo desde
un tiempo T = 0 y seguimos hasta que ocurran Ny eventos. Sean 0 < G €
Sy < -+ < Sy, los tiempos en los que ocurren los eventos, y sean T, = S, —
Sk—1 los tiempos entre eventos consecutivos, variables aleatorias independientes e
indénticamente distribuidas con funcién de densidad Ir.(ts) = Aldg)e=**. Por
el Teorema 1.8, podemos expresar los incrementos independientes que siguen una

distribucién de Poisson en términos de la distribucién de las variables aleatorias T},
de la siguiente manera.

Tomando en cuenta las consideraciones de la realizacién anterior, entonces la
funcién de verosimilitud para )\ queda expresada por:

No
L(X5) = (C(ﬁ) [T PIN(Sk) ~ N(Sper) = 1]) PIN(T) - N(S,) = 0]
k=1

JPVU
= (&) [T et ESa (s, - 51)] | el-H-5m0)}
k=1
No )
= (c:(ﬁ) H e‘)\Tk/\Tk) e~ MT=Sn,)
k=1

. No
= ¢(5) .e‘)‘Zf:ol Ty \No (H TR) 67)\(7’75‘%);

k=1

donde ¢(S) es una funcién constante de § que no depende de A y 7T es el

tiempo
aleatorio que se tuvo que esperar para que ocurrieran Ny eventos.

Debido a que
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Ny

\‘!

[1:2; Tk es una constante que no depende de X y ZT“ = Sy, tenemos:
k=1

L(A8) = ¢(8) - ANog—T
De (1.5) la variable N es el entero No mds grande tal que Sn, < T, por tanto
Ng
T=8p,= ZTk.
k=1
Siguiendo el algoritmo para determinar el estimador de mdxima verosimilitud.
La funcién log-verosimilitud correspondiente estd dada por
Ui 8Y =€ (8) + Ngx — X
Derivando esta funcién con respecto a A obtenemos la funcién Score se(A; S);
dd(X; S) _ Ny 7
dA A ‘

Por lo tanto, el estimador de méxima verosimilitud de A es la solucién de la ecuacién
5alA 8} =08

se(X8) =

L

T
Procederemos ahora a determinar un intervalo de conflanza para la observacion
continua de un proceso de Poisson homogéneo en tiempo aleatorio. Ya que 7' es
la suma de Ny variables exponenciales independientes, estd distribuida como una
variable aleatoria gama con densidad

T A(Ag)No—1 =,
fT(t) = me iS00,

A : ; )
o (asumimos que Ny > 1) se sigue entonces que:
¥ —

E[)\ = e b= N T gt
A /o t T(No) * Jo ['(No)

1
C E = | ==
omo 53]

2 1o ANg—1
N AA;\"UF(!VU o 1) /D@ A."\f(} 1'{,‘ 0 )E*At dfl:
0

TM)  Jo To-1)

~

pero la expresion senalada en la integral es una funcién de densidad Gama con
pardmetros (Ng — 1, \) siendo 1 el valor de la integral; por tanto el valor esperado

del EMYV,
S~ [Nl AN
= [?J T No-1

S ANT(No-1) AN
B = Dt %= 1 = BT
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que como se puede ver es sesgado, pero podemos coustruir un estimador insesgado
de A considerando un EMV modificado:

= No—1~ Np—1N Ng—1
Y e 0 3 0 0 _ O'

No No T A
y su varianza V()) = E[3%] — (E[A])? es:

- i N /\Ngtf\"o-l
E) = (No—1)%E {m] =(Nog—1 2-/ — e~ M
completando la integral para una variable con densidad Gama con pardmetros (Np—
2, A), la varianza nos da
" 22
V(A) = ——;
( ) A;\‘TO = 2
asumimos que Ny > 2.
La funcién de densidad de probabilidad de T, puede ser usada para construir, mediante
el método pivotal, intervalos de confianza para A. Enseguida veremos que 27" esté
distribuido como una x%(2Np). Sea ¥ = 2AT", la funcién de distribucién

Fy(y)=PlY <y]=P[aT <y =P [T < 2]

2
1
= (2{\)

esto implica que la funcién de densidad generada por Y es

fr(y) = OFy(y) _ OFr (g5) s ifu (i) = LMFJ(%)
" y ay ICENTR) T W T
1 (%)Noil oy 1 yNO“] Ll yz;;vq_] i
e ML € 2= —wr———@~5Y, y > 0.
2 F(f\r‘n) 28 P(JVO) 27['11"(2_2\_(}_)

Por tanto 2AT' es una variable aleatoria x*(2Np), Ji- cuadrada con 2N, grados de
libertad. Entonces el intervalo de confianza es obtenido de la siguiente manera:

2 9
P [XQNO% < T < XQNGJ_,%J sl e,
dividiendo todo entre 27 tenemos:

2 ~
Xz.w?,g ” 2/\;1’ y X%Ng,l—%
2r T @ -  ar

=1-a.

Por lo tanto, el intervalo de confianza para A es:

2 2
X2No,& Xang,1-¢
Wt our
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Existen otras realizaciones o formas de inspeccién de los procesos de Poisson
homogéneos que no serdn tratadas en este trabajo de tesis, tales como: inspeccién
continua con un plan de muestreo, realizaciones discretas, etc. Pero para mayor
referencia al lector consultar Basawal[1].

Nuevamente, a pesar de que se han considerado intervalos de confianza, relaciona-
dos con cada una de las realizaciones de Inspeccion vistas en esta scceidn, éstos son
simétricos con respecto al valor verdadero del pardmetro, pudiendo no considerar
valores plausibles del pardmetro por quedar fuera del intervalo de confianza, o bien,
considerar valores implausibles del parametro. Por tal razén, el mejor intervalo de
confianza a construir sea el intervalo de verosimilitud-confianza asociado con un nivel
de confianza mediante los resultados obtenidos en la subseccién 2.1.3 que relaciona
una probabilidad de cobertura a los intervalos de verosimilitud. Ya que los intervalos
de verosimilitud-confianza dependen directamente de la distribucién que presentan
los datos observados, esto es, si los datos muestran cierta tendencia asimétrica, los
intervalos de verosimilitud lo reflejardn en su longitud asimétrica con respecto a la
posicidn del EMV. Siendo éstos 1iltimos por tanto, la mejor opcién para la inferencia
en verosimilitud que nos interesa aplicar a los procesos de Poisson.

2.3 Inferencia en procesos de Poisson no homogéneos

En la presente seccién relacionaremos las teorfas de probabilidad e inferencia es-
tadistica en verosimilitud para un proceso de Poisson no homogéneo con un modelo
de funcién de intensidad que involucra dos pardmetros desconocidos, v su desarrollo
resulta de mayor relevancia para esta tesis ya que es la parte medular para el caso
de aplicacién, pues en la mayoria de los procesos de Poisson existentes en nuestro
entorno resultan del tipo no homogéneo. Esta parte nuevamente estd apoyada en la
referencia Basawal[l].

Sea {N(t)}+>0, un proceso de Poisson no homogéneo o dependiente del tiempo

¢
con media u(t) = / A(u)du, donde A(t) es la funcién de intensidad de) proceso que
J9
representa la tasa de ocurrencia en términos del tiempo.

Sean 0 < 81 < 82 < -+ < Sy los tiempos de ocurrencia de cada evento, de
acuerdo a la Definicién 1.8, el proceso cumple con las siguientes condiciones:

(i) P[N(0) =0] = 1.

(%) Para 0 < S; < 85 < ... < Sy tenemos que N(8;) — N(Sp_1); k= 1,2, ... N
son variables aleatorias independientes.

(iii) Para cada t > 0

R Atyat)"

!

PIN{(0,%]) =n]= C n=0,1,2,..

Donde N(t) denota el niimero de eventos que ocurren hasta el tiempo .
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Entonces los tiempos entre eventos consecutivos, Tj, = S — Sk_1, son variables

aleatorias independientes e idénticamente distribuidas exponenciales con densidades
no homogéneas:
Sy,

Fri(tk) = Alt)e™ s 20, (2.12)

Ya que el proceso es no homogéneo entonces la funcién de intensidad, que de-
pende de los pardmetros que involucre el modelo seleccionado, no es estacionaria
como en el caso homogéneo, es decir, depende del tiempo.

En los casos de inspeccién de un proceso de Poisson homogéneo vistos en la
seccién anterior se logré determinar explicitamente la funcién de verosimilitud en
términos de las variables tiempos entre eventos consecutivos, esto es, en términos
de su funcién de densidad que es una exponencial. Por lo que para determinar una
expresion para la funcién de verosimilitud para un proceso de Poisson no homogéneo
lo haremos de manera similar, es decir, la funcién de verosimilitud la pondremos en
términos de la densidad de las variables T}, dada por (2.12)

Para realizar inferencia estadistica basada en verosimilitud a este tipo de procesos
es necesario desarrollar un ejemplo de un proceso de Poisson no homogéneo con

una funcién de intensidad especifica, como veremos a continuacidn en el siguiente
ejemplo.

Ejemplo 2.5 Supongamos que se va a inspeccionar un proceso de Poisson no ho-
mogéneo {N(t)}i=g con funcidn de intensidad Mtz B)=atP,a>0,0< <1
en un intervalo de tiempo fijo (0,Tp). Sean 0 < Sy < Sy < ... < Sy < Ty los tiempos
de ocurrencia, donde N es el mimero de eventos que ocurren en el intervalo. Los

tiempos entre eventos son las variables aleatorias Tp = Sp— Sp_1, k= 1,2,... con
Sfuncion de densidad

’Sk

Fro(be) = Aty)e™ Tsem Mo1e,

Como mencionamos con anterioridad para § = (S1,82,...,8N), la funcién de
verosimilitud que depende de los pardmetros o y [ estd expresada en términos de
la densidad de los tiempos entre eventos consecutivos.

N Sy 5 .
L(a.‘ & ﬁ) o H (,\(Sk o, ,-"3)6_ fs,kf_l /\(S;api)ds)
k=1

‘N.' N

w5 - ;
— o(8) [T (S . 8)) e~ (Sl M)
k=1

N ) '
=<(S) [ (a87”) e fa® aea,
=l

donde ¢(S) es una funcién constante arbitraria positiva de S que no depende de

a y 3. Aplicando el algoritmo que hemos venido utilizando para determinar los

estimadores de méxima verosimilitud para cada uno de los pardmetros, consideramos
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ahora el logaritmo de la funcién de verosimilitud, luego tenemos que la funcién log-
veresimilitud es:

f(er, 3 8) = log o(8) + log L(a:, 5; §

N T /
= C’(ﬁ) JleOE{@‘ﬁZIOg Sk —f CES—'idS,
k=1 0

Ty 1-4
3 ol
pero / as Pds = =0 , luego
0 1-3

1-8
oy
1-8"

N
e, 5;8) = c(S) + Nloga — 3 log 5 —
k=1

Ya que el modelo involucra dos pardmetros, obtendremos por tanto un vector de dos
ecuaciones a resolver. Por tanto el vector de la funcién Score nos queda:

3: g T
sei(a, 3; 8) = @%1 B % ¥ 170»9;

3 N 1-3 1-8
(e, 3,5 ad, 7" log'T; Tl
sea(e 8 5) = (a-é ):"Zlogsﬁ 01768 07(1703)2'
g’ k=1 ' £

Resolvemos el sistema de ecuaciones simultdneas sei(e, 3;8) = 0 y sea(a, G;8) =
0. Primeramente resolvemos la ecuacién sci(a, 0;S) = 0 para el pardmetro o y
obtenemos por tanto el estimador de méxima verosimilitud para o en términos de
A como

(1-/N

1-43
TO

a(f) =
Por otro lado, sustituyendo o = a(f) en scala, 3;t) = 0, tenemos
N 1-3 - 1-43
= 1 log Tpy — =0
;1 ek ( n? J1-8% T\ | T-ppe

Simplificando y resolviendo esta ecuacién para 3, obtenemos el estimador de méxima
verosimilitud para 8 como sigue:

j\r
N T
iiilog (%)

)

Ahora determinaremos la matriz de informacién de Fisher I(a, #;S) definida en
(2.6) que resulta una matriz dos por dos, entonces cada una de las entradas de la
matriz son respectivamente,
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820w, 4; N
Tulo i 8y = -2 H2Ad) N

da? T a?’
azf(aaﬁuﬁj —dp
Il?(aﬁ‘ﬁ):_ 6058,8 = (1*6)2?
_ B 3 8)

Ini(e, 6;8) = Dadl = Tp[1 — log Tp),

62&?((1, 8: 8) QT(]I_G(IogTO)Q Q{T&uﬁ(l + log Tp) 2aTl;ll—ﬁ
WAL= ~— -5 G- gF g

sustituyendo @ y E en I(a,3;S) obtenemos la matriz de informacién observada,
luego cada una de las entradas de I(@, 3; S) son,

= 720-9)
Ivi(6, 05 8) = m;

- —Ty Yo log (2o
h(@,5:8) = R &)

Io1(&,3;8) = To[1 ~ log Tpl;

f

N

VN(log Tp) — %Zlog (E)

=1 Sk

In(&,3;,8) =

N

— glog (g_Z) {l + (2v2 — 1)10gT0} :

Para verificar que L(a, 3;8) tiene un maximo relativo en (¢, ) es suficiente que la

matriz I(c, 3; S) sea positiva definida, esto es, que su determinante sea mayor que
cero.

N 7201-8)

111: 2>U:

A
.!\T(l ‘,6)
ya que § € (0,1);

3 ]’
Jon = {\/I\_T(log To) — ¥ Zlog (572)
k=1

s ilog @;2) {1 +(2v/2 - 1)1ogTo] 0

3
=1

pues el primer término de la expresion es mayor que el segundo; v por tltimo veremos
que

P Byl — By it
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~ Tz(l‘ﬁ) 9 N TO 2
o 0 AT . >
I = N1 3P [\/K(long) w Zlog ( )J

k=1

N o
_;log (S—:) [l + (2v/2 - 1)10gT0])
N
- —Tp ) =y log (%) .
N

Por lo tanto, la matriz I(@, 3; 8S) es positiva definida; luego L(e, 3; 8) tiene un

.

méximo relativo en (@&, ).

Ahora determinemos la funcién de verosimilitud relativa conjunta,

Rla, 3;8) = L(Otwf; S) _ Hi?;l (0:5,;6) exp{_ fDTU a’s‘ﬁds}
YA, L(a 8;&) L\:l ((’1\5‘;’”) GXP{—IOTD@S‘ECLQ}

o . 1-8 1-3
N &N -8 Ty 1y
_szl (a) Sy J exp{ﬁaf‘—EJra =~

LB 1-7 1-8
o N B-p TO ’ sl
= (5) HSR }exp{—alﬂﬁﬁ-ao‘,\ .

Consideremos que nuestro pardmetro de interés es . por tanto « es el pardmetro
de estorbo, entonces la funcién de verosimilitud perfil para 4 nos queda:

Ly(8;8) = L@(8), 6;8) = [ | (a(,@)sk—ﬁ) — {‘. /OTDa(.ﬁ)L"'G ds}.

k=1

Por otro lado la funcién de verosimilitud relativa maximizada o relativa perfil es:

s\ [ 177 b I
Ry(8;8) = (T) [HS,&} exp{a(ﬁ)ln_ 5t d_U_}

k=1 ‘1 - 5

a-4 gt i r 14 1-3
1~ 8N (-AHN\Ti* T
R : % Py~ + a1 —
( aTUl~_J E k p TSHJ - P
NN 3-8 1-5
S f: ] T AT ;
- QT).;\ 115« exp{ —N +a=0__\
aly™ k=1 1—§
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La funcién de verosimilitud perfil relativa es de suma importancia para llevar
a cabo la estimacién del pardmetro de interés 5 en primera instancia, asi como la
estimacion para el parametro e en su momento. Para luego realizar inferencia sobre
los mismos a través del cdleulo, graficacion e interpretacién de los intervalos de
verosimilitud y de sus probabilidades de cobertura que se aproximan a los intervalos
de confianza, de cada uno de dichos pardmetros.

Como se puede ver, los calculos realizados para la estimacion de los pardmetros
via verosimilitud para este ejemplo son algo engorrosos, por lo que para determinar
especificamente el valor de los estimadores de méxima verosimilitud as{ como sus
intervalos, cuando analfticamente no sea conveniente o sencillo realizarlo, es posi-
ble recurrir a dispositivos numeéricos de aproximacién por simulacién. La pregunta
que ahora toma relevancia es cdmo convertir en material operativo el conjunto de
métodos descritos, es precisamente la direccién que toma el siguiente capitulo.
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Capitulo 3

Simulacion de procesos de Poisson y validacion
de probabilidades de cobertura

Este capitulo contiene el material operativo de simulacién de datos, basado en las
teorfas de probabilidad y estadistica desarrolladas en los capitulos precedentes. Me-
diente métodos numéricos, realizaremos la inferencia estadistica bajo la teorfa de

verosimilitud a procesos de Poisson homogéneos y no homogéneos, tanto de un
pardametro como de dos.

Los objetivos de este capitulo son: primero, describir los algoritmos que nos
ayudardn a simular procesos de Poisson tanto homogéneos como no homogéneos.
Segundo, a la luz de los datos simulados implementar la inferencia estadistica basada
en verosimilitud desarrollada en la Seccién 2.1 para cada caso a tratar. Finalmente,
validar las propiedades frecuentistas del método de verosimilitud corroberando las

probabilidades de cobertura real de los intervalos de verosimilitud determinadas en
la Subseccién 2.1.3.

El Capitulo 3 se compone de dos secciones; la primera inicia con la simulacién de
un proceso de Poisson homogéneo inspeccionado en un intervalo de tiempo fijo, para
luego hacer la simulacién de un proceso de Poisson inspeccionado en un intervalo
de tiempo aleatorio, y con la ayuda de los datos simulados, procederemos a inferir
al pardmetro mediante verosimilitud. La segunda seccién desarrolla el caso de un
proceso de Poisson no homogéneo con dos pardmetros. Obtendremos y graficaremos
la funcién e intervalos de verosimilitud, y finalizaremos con la construceién de los
intervalos de verosimilitud-confianza a partir de la funcién de verosimilitud relativa
verificando su probabilidad de cobertura por medio de simulaciones repetidas del
Proceso.

3.1 Generacion de un proceso de Poisson homogéneo

Para simular un proceso de Poisson ya sea homogéneo o no homogéneo usaremos
el algoritmo de la transformada inversa, el cual se basa en la siguiente proposiciou,

Ross[20].

Proposicién 8.1 Sea U una variable aleatoria uniforme en (0,1). Para cualquier
funcidn de distribucidn continua F, invertible, la variable aleatoria X definida como
X = F~YU) tiene distribucién F, donde F~' denota la funcion inversa de F.

47
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Demostracién, Sea Fy la funcién de distribucién de X = F_I(U). Por lo que
Fx(z) = P[X < q] = P[F~Y(U) < 2. (3.1)

Ahora como F es una funcién de distribucidn, se tiene que F(z) es una funcién
mondtona creciente de z v por lo tanto la desigualdad “g < b es equivalente a la
desigualdad “F(a) < F(b)". Asi, de (3.1) vemos que

Fx(z) = PIF(F~Y(U) < F(z))] = PU < F(z)] = F().

Por lo que la variable aleatoria X = f- (U) tiene distribucién F. m

Ejemplo 3.1 Sea X una variable aleatorig exponencial con pardmetro A, entonces
su funcidn de distribucicn estd dada por Fz) =1 — e~Ae,

Si hacemos z = F~1(y), entonces y = F(z)=1-¢"* obien 1 —y = e->z, Al
obtener los logaritmos, z = —1/Alog(1 — u). Por lo tanto, para generar una expo-
nencial con pardmetro A (media 1 /A) generamos un nimero aleatorio U y hacemos
X =F~4U) = =114 log(1-U). Ya que 1—U es también una uniforme en (0,1), en-
tonces —1/Alog(1—U) tiene la misma distribucién que —1/Xlog(U), de esta manera
podemos hacer X = F~Y(U7) = -1/ log(U).

Observacién 3.2 Lo anterior también nos proporciona el algoritmo pare generar
una variable aleatoria Poisson. Recordemos que un proceso de Poisson con pardmetyo
A, surge cuando los tietnpos entre evenlos consecutivos Ty, son exponenciales inde-
pendientes con razén \. Para tal proceso N(t), el nimero de eventos hasta el instante
t, se distribuye Poisson con media ). Entonces el n-ésimo evento ocurrird en el ins
tante 3y Tx = Sy, de modo que el nimero de eventos hasta el instante ¢ de acuerdo
a (1.5) se expresa como,

n
N(t) = max{n:§, = ZTk Zik
k=1

Es decir, el nimero de eventos hasta el instante t es igual a la méxima n para la
cual el n-ésimo evento ha ocurrido hasta el instante #.

Con los resultados del Ejemplo 3.1 es posible generar N = N(#), una variable
aleatoria Poisson con media A, produciendo nimeros aleatorios U s v B
ciendo;

T T

S .
N = max{n: ; . log(Ug) < t} = max{n : J;lug((ﬁ,) > —At}
= max{n : log( NUs..Up) > =Mt} = max{n : U Us...U, > e"M}. (3.2)

Por lo tanto, una variable aleatoria Poisson N con media )\ se puede obtener al
generar de manera sucesiva nimeros aleatorios hasta que su producto sea menor

que e~ o equivalentemente, N = min{n : U;ls..U, < e ™} — 1, donde ¢ es el
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tiempo, NV es el numero de eventos que han ocurrido hasta el tiempo ¢t. Ademads el
algoritmo proporciona la sucesién de tiempos, 0 < 81 < 52 < ... < Sy, en los que
ocurrieron cada uno de los N eventos.

En base al algoritmo descrito simularemos un proceso de Poisson homogéneo,
y retomando la teoria desarrollada en la Seccidén 2.2 de inferencia en procesos de

Poisson homogéneos, implementaremos los resultados obtenidos para los casos que
ahf se trataron.

3.1.1 Primer caso: Observaciéon continua en un intervalo de tiempo fijo.

Simulacién del proceso de Poisson homogéneo

Ejemplo 3.3 En base al algoritmo deserito anteriormente, simulermos un proceso de
Poisson homogéneo N con un valor verdadero del pardmetro Ao = 5, en un intervalo
de tiempo fijo [0,50].

Para simular el proceso de Poisson homogéneo en un tiempo fijo, iniciamos pro-
porcionando Ty = 50, la longitud del intervalo de tiempo fijo, luego proporcionamos
el valor verdadero con el que se simula el proceso de Poisson, Ag = 5. Se aplican los
resultados del Ejemplo 3.1 para generar de esta manera los tiempos de ocurrencia
de cada uno de los eventos, el proceso se detiene hasta que (3.2) no se cumpla. A
la, luz de los datos observados en la simulacién contamos con una realizacién de
N = 252 eventos ocurridos en los tiempos 0 < S < S < ... < Sss0 < 50, que
siguen una distribucién de Poisson. Procederemos ahora a implementar la teoria
en verosimilitud desarrollada en la Subseccién 2.2.1 con la finalidad de estimar el
pardmetro A involucrado en el proceso de Poisson.

Estimacién puntual por verosimilitud

obtuvimos en la Subseccién 2.2.1, y de acuerdo a (2.10), el estimador de méxima
verosimilitud para un proceso Poisson homogéneo en tiempo fijo es,

De las funciones de verosimilitud (2.7), log-verosimilitud (2.8), Score (2.9) que

donde N'es el niimero de eventos aleatorios ocurridos hasta el tiempo fijo Ty = 50,
por tanto el valor del estimador de méxima verosimilitud de A es: A = 252/50 = 5.04,
que es muy cercano al valor verdadero Ag = 5 utilizado para simular el proceso.

Hasta ahora se ha determinado el estimador de méxima verosimilitud a partir
de la funcién de verosimilitud, sin embargo una estimacién puntual no proporciona
ninguna informacién sobre la precisién involucrada en la estimacién. Por ello de-

terminaremos un intervalo de valores plausibles del pardmetro en base a la muestra
observada en la simulacion.

Intervalos de verosimilitud y de confianza
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Con la funcién de verosimilitud dada por (2.7) y el valor del EMV, X = 5.04 pro-
parcionado por los datos simulados, es posible determinar la funcidn de verosimilitud
relativa y en consecuencia los intervalos de verosimilitud para ciertos niveles de c.

El siguiente gréfico ilustra la funcién de verosimilitud relativa junto con los IV, (c)
con ¢ = 0.20, 0.50 ¥ 0.80 del pardmetro A.

Funcién de verosimilitud relativa

(=]
=
o
o= 7
©
=
B
2l (=1
=
.E v_
A L=
2
o
e
£
[=1
L= ]
(=1
I T T

lambda

Fig. 3.1 Intervalos de verosimilitud para un proceso de Poisson en tiempo fijo

La forma de la funcién de verosimilitud es casi simétrica con respecto al estimador
; observamos que para valores del pardmetro menores de 4 y mayores de 6 resultan
ser muy implausibles. Los limites de los intervalos de verosimilitud indicados en la
Figura 3.1 para ¢ = 0.20, 0.50 y 0.80, son (4.49, 5.59), (4.69, 5.39) ¥ (4.79, 5.29)
respectivamente.

Para construir ahora un intervalo de confianza, recordemos de la Subseceién 2.2.1
que para este tipo de inspeccién del proceso hemos construido intervalos de Wald

X—T—l.% V{A), requiriendo por tanto lo siguiente.

La varianza del estimador que estd dada por.

~ A
VA= £,

es decir, V(X) = 5.04/50 = 0.101, por tanto el intervalo de Wald de acuerdo con

(2011} 25
5.04 £ 1.961/{0.101) = (4.417, 5.663);

que es una aproximacién al intervalo de confianza del 95% para A. Este intervalode
Wald resulta ser muy similar al IV(c) con ¢ = 0.147 ~ 0.13, (4.443,5.687), que
también es una aproximacién al intervalo de confianza del 95% para A. El intervalo
de Wald, si observamos la forma de la funcién de verosimilitud relativa (Fig. 3.1)



3.1 Generacidn de un proceso de Poisson homogéneo 51

en ese nivel ¢, se encuentra ligeramente trasladado hacia la izquierda con respecto al
limite inferior del intervalo de verosimilitud. Esto significa que el intervalo de Wald
por el extremo izquierdo estd considerando valores implausibles de A, por el extremo
derecho estd rechazando valores plausibles del pardmetro,

Finalmente, para cubrir los objetivos descritos en la introduccion de este capitulo,
validaremos las propiedades frecuentistas del método de verosimilitud corroborando
las probabilidades de cobertura real de los intervalos de verosimilitud determinadas
en la Subseccién 2.1.3. Para este caso lo haremos tnicamente para el valor de

¢ = 0.147 relacionado con el intervalo de confianza con probabilidad de cobertura
del 95%.

Validacién de la probabilidad de cobertura

Para validar la probabilidad de cobertura de los intervalos de verosimilitud ,
realizamos una serie de 5000 simulaciones de un proceso de Poisson homogéneo con
valor verdadero A\g = 5 en el intervalo de tiempo fijo [0, 50], para cada simulacién
calculamos el IV(c¢) con ¢ = 0.147 y validamos que éste cubra al valor verdadero
Ap = 3. De los 5000 intervalos obtenidos, 4730 cubren el valor verdadero, siendo la
estimacién de la probabilidad de cobertura de 0.946, que es muy préximo al 95%.

Como podemos observar los limites de los intervalos ya sea de Wald (4.417, 5.663)
oel IV(c) con c = 0.147 (4.443,5.687) son similares. Sin embargo resulta conveniente
utilizar los intervalos de verosimilitud-confianza, para evitar la situacién como ya
se dijo anteriormente, de rechazar valores plausibles por no ser cubiertos por el
intervalo o de aceptar valores implausibles. Confirmando también que para el nivel
de ¢ = 0.147 los lfmites del intervalo de verosimilitud siempre estdn cerca de la
probabilidad de cobertura de 0.95.

3.1.2  Segundo caso: Observacién continua en un intervalo de tiempo
aleatorio.

Como segundo caso, realicemos ahora la inspeccién de observaciones continuas de
un proceso de Poisson homogéneo en un intervalo de tiempo aleatorio. La diferencia,
con el primer caso radica en que ahora el niimero de cventos a ocurrir en un tiempo
t, No = N(t) es fijo en un intervalo de tiempo aleatorio, esto es, simularemos un

proceso hasta que ocurran Ny eventos Poisson, quedando de esta manera aleatoio
el tiempo.

Simulacién del proceso de Poisson homogéneo

Ejemplo 3.4 En base al algoritmo descrito anteriormente, simularemos un pro-
ceso de Poisson homogéneo con razén \g = 15 en un inlervalo de tiempo aleatorio,
mictando con t = 0 hasta que ocurran Ny = 30 eventos.

Para simular el proceso de Poisson homogéneo en un tiempo aleatorio, iniciamos
proporcionando ¢ = (), luego proporcionamos el valor verdadero con el que se simula
el proceso de Poisson, \g = 15 y el niimero de eventos que se van a generar Ny = 30.
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Nuevamente se aplican los resultados del Ejemplo 3.1 para generar de esta manera
los tiempos de ocurrencia de cada uno de los eventos, el proceso se detiene hasta
que se obtiene el evento nimero 30.

A la luz de los datos observados en la simulacién contamos con una realizacién
de Ng = 30 eventos, ocurridos en los tiempos 0 < 51 < Sy < ... < S30 que siguen
una distribucién de Poisson homogéneo en un intervalo de tiempo aleatorio. Proce -
deremos ahora a implementar la teorfa en verosimilitud desarrollada en la Subseccién
2.2.2 con la finalidad de estimar el parametro A involucrado en el proceso de Poisson.

Estimacién puntual por verosimilitud

De las funciones de verosimilitud, log-verosimilitud v Score que obtuvimos, el
estimador de méxima verosimilitud para un proceso Poisson homogéneo en tiempo
aleatorio es,

.
e .t’\o
A=
donde Ny = 30 es el tamafio de la muestra fija y 7' = S39. Por lo tanto el estimador
0 ) y

de méxima, verosimilitud obtenidos es \ — 15.201, que es muy cercano al valor ver-
dadero A\g = 15.

Intervalos de verosimilitud y de confianza

Con la funcién de verosimilitud v el valor del EMV, A= 15.201 proporcionado
por los datos simulados, es posible determinar la funcién de verosimilitud relativa y
en consecuencia los intervalos de verosimilitud para ciertos niveles de ¢. De los datos
simulados, el siguiente grafico ilustra la funcién de verosimilitud relativa junto con
los intervalos de verosimilitud para ¢ = 0.20, 0.50 y 0.80 del pardmetro ).

Funcién de verosimilitud relativa

10

08

06

Verosimilitud refativa
04
I

02

/

T T T T
10 15 20 25

lamibda

Fig. 3.2 Intervalos de verosimilitud para un proceso de Poisson homogéneo en
tiempo aleatorio
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Los limites de los intervalos en la Figura 3.2 son (10.750, 20.601), (12.201, 18.601)
v (13.450, 17.101) respectivamente a los valores de ¢ indicados, los cuales son de
longitudes amplias debido a la curvatura amplia, no simétrica y sesgada ligeramente

a la derecha que muestra la funcién de verosimilitud relativa con respecto al valor
de A

Procedemos ahora a construir un intervalo de confianza. Como ya se vio en
la Subseccién 2.2.2, el valor esperado para el estimador A del pardmetro de un
proceso de Poisson homogéneo inspeccionado de manera continua en un intervalo de
tiempo aleatorio es sesgado, modificando el estimador de tal forma que contemple
la caracteristica de ser insesgado, el estimador fue

)\ = (JV(; == l)/T,

¥ su varianza estd expresada por

VA =AYV —2),

es decir, N
V(XA = (15.201)%/(30 — 2) = 8.252.

Siguiendo la misma analogfa que en el ejemplo anterior, de acuerdo a la expresién
(2.11), el intervalo de Wald correspondiente es

15.201 + 1.961/(8.252) = (9.571, 20.831);

que es una aproximacién del intervalo de confianza del 95% para A. El I'V(c) con
c=0.147 es (10.310, 21.131), que comparado con el de Wald vemos que se presenta
la misma situacién que en el caso anterior, el intervalo de Wald rechaza valores plau-
sibles del pardmetros y a la vez acepta valores implausibles. Lo cual hace decidirnos
que los intervalos de verosimilitud-confianza son la mejor alternativa para realizar
la inferencia estadistica a los pardmetros involucrados.

Validacién de la probabilidad de cobertura

Siguiendo el mismo procedimiento que el primer caso, para validar la probabi
lidad de cobertura de los intervalos de verosimilitud realizamos una serie de 5000
simulaciones de un proceso de Poisson homogéneo en tiempo aleatorio, para cada
simulacion calculamos el IV(¢) con ¢ = 0.147 y validamos la probabilidad de cober-
tura del mismo. De los 5000 intervalos obtenidos, 4641 cubren el valor verdadero

Ao = 15; siendo la estimacién de la probabilidad de cobertura de 0.928, que se
aproxima al 95%.

3.2 Generacién de un proceso de Poisson no homogéneo

Un proceso de conteo extremadamente importante para fines de modelacion es el
proceso de Poisson no homogéneo (PPNH), el cual relaja la hipétesis de incrementos
estacionarios en el proceso de Poisson. Con ello permite que la tasa de ocurrencia de
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los eventos no sea constante, sino que varie con el tiempo, por ende la probabilidad de
ocurrencia de los eventos no es la misma en intervalos de tiempo que no se traslapan,
Si los eventos ocurren de manera aleatoria en el intervalo del tiempo y N(t) es el
numero de eventos que ocurren hasta el tiempo ¢; una forma ttil de interpretear un
proceso de Poisson no homogéneo es la siguiente.

Supongamos que ciertos eventos N(t) ocurren de acuerdo con un proceso de
Poisson con razén A, supongamos también que independientemente de lo que haya
pasado antes, un evento que ocurre en el instante ¢ se cuenta con probabilidad p(t).
El proceso NV'(¢) de eventos contados constituye un proceso de Poisson no homogéneo
con funcién de intensidad A(t) = A p(2).

Simulamos entoces un proceso de Poisson homogéneo N(#), con pardmetro ).
Tenemos hasta un instante ¢ una serie de eventos ocurridos en el tlempo, seleccionamos
un intervalo (¢, t+h) de tal manera que contemos los eventos ocurridos en el intervalo:

Plun evento sea contado entre ¢ y ¢ + h] = P[Ocurra un evento y sea contado]

+ PlOcurran dos o més eventos ¥y exactamente uno sea contado).

En términos de incrementos independientes la probabilidad anterior se expresa;
PIN'(t+h) - N'(t) =1] = PIN'(t+h) - N'(t) = 1N N(t + h) — N{(t) = 1]
+ P[N'(t+h) - N'(t) =1n N(t+h) - N() > 2;
las intersecciones las podemos expresar en términos de las probabilidades condionales

PIN'(t+h) = N'(t) = 1] =
= PIN'(t+h) = N'(t) = LIN(t+h) - N(t) = 1] - P[N (2 + h) — N(t) = 1]
+PIN'(E+h) = N'(t) = LIN(t + ) — N(t) > 2] - P[N(t + h) - N(t) > 9);

luego de (1.14) y (1.15) de la Condicidn 49 tenemos:
P[N'(t 4+ h) — N'(t) = 1] = p(t) \h + p(t)o(h),
dividiendo por h,

P[N'(¢ + h) — N'(t) = 1]
h

En el limite, la parte izquierda de la igualdad representa la probabilidad de que un
evento que ocurre en el instante ¢ sea contado, es decir,

= Ap(t) + p(t)%.

7' (1 - N =s ]
lim P[N'(t + h) (1) ] — Q)
h—0 f

de esta manera determinamos

Alt) = Ap(t).
Por lo tanto la probabilidad con la que se cuenta un evento que ha ocurrido en el
instante de tiempo ¢, estd dada por p(t) = A(t) /A
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3.2 Generacién de un proceso de Poisson no homogéneo

Con la ayuda de simulacién generaremos las primeras 7' unidades de tiempo de
un proceso de Poisson no homogéneo con funcién de intensidad A(t). El método que
utilizaremos para generar el proceso comienza eligiendo un valor A tal que

Alt) < A= max A(s) paratoda s <T.
s<t

Ahora, el proceso no homogéneo puede generarse mediante una seleccion aleato-
ria de los tiempos de evento de un proceso de Poisson con razén A. Es decir, si se
cuenta un evento de un proceso de Poisson con razdn A que ocurre en el instante
t (de forma independiente a lo que ha ocurrido antes) con probabilidad A(t)/A, en-
tonces el proceso de eventos contados es un proceso de Poisson no homogéneo con
funcién de intensidad A(t), 0 < t < T Por lo tanto, al simular un proceso de Poisson
v luego contar de manera aleatoria sus eventos, generamos el proceso de Poisson no
homogéneo.

El procedimiento anterior, conocido como algoritmo de adelgazamiento (pues
reduce los puntos Poisson homogéneos) cs mas cficiente, en el sentido de tener el
menor nimero de tiempos de eventos rechazados, cuando A(f) estd cerca de A en
todo el intervalo.

3.2.1 Primer caso: PPINH con funcién de intensidad exponencial

En base al procedimiento descrito para la obtencién de un proceso de Poisson no
homogéneo (PPNH) a partir de un proceso de Poisson homogéneo, procederemos
a simular un PPNH con una funcién de intensidad exponencial con la finalidad de
obterner una muestra observada. Para luego retomar los resultados desarrollados en el
capitulo 2 referentes a verosimilitud con dos pardmetros, estimar los pardmetros, de-
terminar intervalos de verosimilitud ilustrando gréficamente su funcién de verosimili
tud relativa asi como sus mapas de contorno. Finalmente validaremos las probabili

dades de cobertura de los intervalos de verosimilitud de acuerdo a la teorfa desa
-rrollada en 2.1.3.

Simulacién del proceso de Poisson no homogéneo.

Ejemplo 3.5 Consideremos el intervalo de tiempo fijo (0,1] donde se va a inspec-
cionar el proceso de Poisson no homogéneo {N(t)}>o con funcidn de intensidad
A(s; 0, 1) = eftis, g > p >0, Sean 0 < 8] < 8 < ... < Sy < Ty los tiem-
pos de ocurrencia, donde N es el nidmero de eventos que ocurren en esos tiempos.
Los tiempos entre eventos consecutivos son las variables aleatorias Ty, = S, — Sp_1,
k=12 .. con funcién de densidad

Sk
Fr (1) = Alte)exp — / As)ds

Sk—1

Para simular el PPNH, iniciamos estableciendo Ty = 1, la longitud del intervalo
de tiempo fijo. Luego se proporcionan los valores verdaderos para cada uno de los
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parametros involucrados en la funcién de intensidad, esto es, b =83y pg = 2,
enseguida se especifica la forma de la funcién de intensidad, que en nuestro caso es
A(s; 6, p) = efrus » ¥ se establece el valor maximo alcanzado en la funeién, es decir,
A = max\(s) para toda s < Tj = L, por lo que X = e3+2(1) = 149, Se simula,
un proceso de Poisson homogéneo como lo hemos venido realizando, vy cada uno de
€sos tiempos generados son seleccionados de manera aleatoria y contados con cierts,
probabilidad p(t). La probabilidad como mencionamos se calcula A(s; @, 1)/ N, esto
es, evaluamos los tiempos t obtenidos en el proceso de Poisson homogéneo en g
funcién de intensidad v dividimos entre A. De tal modo que el algoritmo arroja el
nimero de eventos contados N, ademds de los tiempos 0 < 81 < Sy < ... < Sw, en
los que fueron contados dichos eventos, que siguen una distribucién de Poisson con
funcién de intensidad A(s; 6, u).

De los datos simulados del proceso obtuvimos los siguientes resultados, el niimero
de eventos ocurridos en el intervalo de tiempo (0, 1] fueron N = 66 que ocurrieron
en los tiempos 0 < §; < 83 % w & Sge T 1. Procederemos ahora a implementar la
teoria en verosimilitud desarrollada en la Seccién 2.3 con la finalidad de estimar los
pardmetros 6 y u involucrados en la funcién de intensidad.

Estimacién puntual por verosimilitud

Primeramente haremos el desarrollo analitico para este caso, basdndonos en la
teorfa vista en la Subseccién 2.1.4. referente a inferencia en verosimilitud para el
caso de dos pardmetros. Para la muestra observada en la simulacién del PPNH
8= (51,8, ...,56), la funcién de verosimilitud de 6 y u estd expresada por:

s

Sk
L8, u8) & [| ()\(S’k;ﬁ,,u) : exp{- k(.s;@,,u)ds})

- S

—_

2 1
i C(ﬁ)H (exp{ﬂ -+ #Sk}) -exp{_é 60+#tdt};

k=1

donde ¢(S) es una funcién constante de S que no depende de log parametros ¢ y
. Considerando ahora el logaritmo, tenemos que la funcidn log-verosimilitud es

46,4 5) = log L(9, 1; 5)

i r i 1,0+;¢.
gc(§)+M+ﬂZk:15r e e

1
pero / el tutgr — s€¥ler — 1], luego
Jo

N .0
U6, 8) =c'(8) + No+ Y~ 5, % e* - 1].

=1
Determinaremos ahora el vector de la funcién Score,

U, s S) _ _e_”w 1

scx (8, ji;.8) = 50 r
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4G N e
sca(f, p; S) = %LL—J = Zk:lsk - I[Ze” —1].

Resolvemos el sistema de ecuaciones simultdneas sei(#, p; 8) =0 y sep(8, 13 8) = 0.
Primeramente resolvemos la ecuacién scy (6, u; 8) = 0 para el pardmetro @ y obte-
nemos por tanto el estimador de méxima verosimilitud para # en términos de p

como

3l) = zog( e ) | (3.3)

gh =]
Por otro lado, sustituyendo § = 8(u) en sca (0, u; S) = 0, tenemos

log(—‘“ﬁ—)

, & T el 1] =0
Zk:lsk_—,u_-[e =4=%

Simplificando y resolviendo esta ecuacidn para p, obtenemos el estimador de méxima
verosimilitud para p como

N - Z:;lsk

= log N
N — Zk:lsﬁ.

(3.4)

Hasta aqui hemos determinado explicitamente una expresién de los estimadores
para cada uno de los pardmetros, donde N = 66, es el nimero de eventos contados
hasta un tiempo ¢ y 5% son los tiempos de ocurrencia de dichos eventos. Ahora con
los datos simuladoes y de manera numérica alimentamos las expresiones (3.3)y (3.4)
con la finalidad de determinar el valor especifico de cada estimador.

El programa nos calculé los estimadores de méxima verosimilitud g = 3.025 N

I = 2.005 que son muy préximos a los valores verdaderos con los que fue simulado
el PPNH, g =3 y po = 2.

Funcién de verosimilitud con datos simulados

Con la expresién de la funcién de verosimilitud y los valores del EMV, 53’ I
proporcionados por los datos simulados, es posible determinar la forma que toma la
funcién de verosimilitud relativa R(6, 11; ) que en esta ocasién serd una superficie
de verosimilitud. El valor méximo 1 de R(8, i; 5) ocurre en (3.025,2.005), es decir,
en el plano (0, ) el punto (3.025,2.005) hace que R(f, 1; S) = 1.

La Figura 3.3, nos ilustra para los tiempos de ocurrencia S = (Si, Ss. )
la superficie de verosimilitud R(f, 11; S) del proceso de Poisson no homogéneo con

funcién de intensidad A(S; 6, i) = €7#* simulado en el intervalo de tiempo fijo (0, 1]
con valores verdaderos 8 = 3, u = 2,
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SUPERFICIE DE VEROSIMILITUD

-

BAJEIR PIIHILISOOA

TETA

Fig. 3.3 Superficie de verosimilitud relativa de un
proceso con dos pardmetros.

En un modelo que involuera varios

pardametros también se puede hablar de ma-
pas de ¢

ontorno. Recordemos que la regién de verosimilitud ¢ Vie), es el conjunto
de valores paramétricos (6, ) tales que R(0,1;8) > ¢ v la curva R(#,1;8) = ¢

la cual forma la frontrera de esa region de verosimilitud es llamada

contorno de
verosimilitud,

Usualmente los contornos formarsn
elipticas alrededor del punto ((5, @)
la pareja de valores estimados (6,
mayor utilidad.

un conjunto anidado de curvas de forma
» bara ver en que nivel del plano (6, /t) se encuentra
H) = (3.025,2.005) el siguiente grafico nos serd de

La Figura 3.4 nos muestra para los diferentes n

iveles de ¢ = 0.20, 0.50 v 0.80, los
contornos de verosimilitud.
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Fig. 3.4 Contornos de verosimilitud.

La pareja estimada (5, L) = (3.025,2.005) se localiza en el centro de de la curva
R(8, p; S) = 0.8, es decir, dentro del CV{e) con ¢ = 0.8.

Funcion de verosimilitud perfil con datos simulados

Considerando a g como pardmetro de interés, de los datos simulados, la Figura
3.5 nos muestra la funcién de verosimlitud perfil de u, de un proceso Poisson no
homogéneo simulado en el intervalo de tiempo fijo (0,1], con un valor verdadero
= 2. Cabe mencionar que la corrida del proceso de Poisson no homogéneo simulade
se fij6 para realizar la gréfica de la funcién de verosimilitud perfil.y en consecuencia
los intervalos de verosimilitud para ciertos niveles de c.

Funcion de Verosimilitud perfil relativa
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Fig. 3.5 Funcién de verosimilitud perfil relativa para fi.
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De acuerdo al grifico se aprecia la funcién de verosimilitud perfil de p centrada
en el valor del estimador de maxima verosimilitud I = 2.005, y los intervalos de
verosimilitud para los niveles de ¢ — 0.20,0.50 y 0.80, son (1.183, 2.869), (1.462,
2.567) y (1.695, 2.321) respectivamente.

Validacién de la probabilidad de cobertura

Para validar la probabilidad de cobertura de los intervalos de verosimilitud, rea
lizaremos una serie de 5000 simulaciones de un proceso de un PPNH en el intervalo
de tiempo fijo [0, 1], para cada simulacién caleularemos el IV(c) con ¢ = 0.147 para
el pardmetro de interés # y validamos que éste cubra al valor verdadero ug = 5.

Para realizar los célculos de las probabilidades de cobertura de los intervalos
de verosimilitud en el caso de dos pardmetros, nos centraremos en el resultado
obtenido en la Subseccién 2.1.3, donde el estadistico de razon de verosimilitud
A = -2log R(i; 8) converge en distribucién a una variable aleatoria Ji-cuadrada
con un grado de libertad X(zl)-

El experimento consiste en repetir un nimero grande de veces, los siguientes
pasos:

(i) Simulacién de un proceso de Poisson no homogéneo con pardmetros (6, p).

(ii) Considerando @ como pardmetro de estorbo, proceder a construir los intervalos
de verosimilitud. para f,

(iil) Examinar cada intervalo de verosimilitud calculado para determinar por com-
paracién con el valor verdadero de # si se obtuvo cobertura o no.

El objetivo es comparar el valor nominal de cobertura de los intervalos de verosimili
tud, con el valor de cobertura real, que como ya discutimos en el capitulo previo se
aproxima a los intervalos de confianza para ciertos valores de ¢,

El resultado de iterar 5000 veces el experimento anterior para un nivel de ¢ —
0.147 es el siguiente: de las 5000 repeticiones que se simularon 4724 cubren el valor
verdadero g = 2, con una probabilidad de 0.944 que se aproxima al 95%. Efectiva-
mente la aproximacién es muy buena.

3.2.2 Segundo caso: PPNH con funcién de intensidad gama

El siguiente cjemplo es de suma Importancia para el desarrollo del siguiente capitulo,
ya que con el pretendemos constrastar las diferentes estimaciones de los intervalos
de verosimilitud v de confianza seleccionados en 2.1.3 ¥ que utilizaremos para el
caso de estudio. Para tal efecto utilizaremos en este caso IV(c) con niveles de
¢ = 0.258, 0.147 y 0.036 por tener una probabilidad de cobertura aproximada del
90%, 95% v 99%, respectivamente. Se resalta aqui que el cdleulo computacional de
la verosimilitud perfil de cada uno de los pardmetros involucrados, las estimaciones
a los pardmetros v sus respectivos intervalos de verosimilitud es tarea facil y répida,
no asi, el cdleulo de las probabilidades de cobertura que requirieron de Inayor tiempo.
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Simulacion del proceso de Poisson no homogéneo.

Ejemplo 3.6 Consideremos el intervale de tiempo fijo (0,365] donde se va a ins
peccionar el proceso de Poisson no homogéneo {N(t)}i>0 con funcidn de intensidad
Als) = 1/T(a)B8%s* Lexp(—s/8), &, 3 > 0. Sean 0 < §1 < S2 < ... < Sy < Ty los
tiempos de ocurrencia, donde N es el naimero de eventos que ocurren en esos tiempos.

Los tiempos entre eventos consecutivos son las variables aleatorias Ty, = Sk — Sk-1,
k=12,..N con funcion de densidad

Sk
fr(te) = )\(tk)eXp{/ )\(s)ds}.

J 81

Llevamos a cabo la simulacién del proceso de Poisson no homogéneo con valores
verdaderos ag =4 vy Fy = 12, de la misma manera que el primer caso de esta seccion.
De los datos simulados del proceso obtuvimos los siguilentes resultados, el nimero
de eventos ocurridos en el intervalo de tiempo (0, 365 fueron N = 15 que ocurrieron
en los tiempos 0 < 81 < Sy < -+ < Y15 < 365. Procederemos ahora a implementar
la teoria en verosimilitud desarrollada en la Seccién 2.3 con la finalidad de estimar
los pardmetros o y 8 involucrados en la funcién de intensidad A(s).

Estimacion puntual por verosimilitud

Para S = (51,52,...,515), la funcién de verosimilitud de o y 4 estd expresada

por:
L{, 3, 8) o H ( (Skya,8) exp{—/mc /\(s:a:,ﬁ')ds})
=¢(S) ﬁ (;SEICXP(—S;«/.Bﬂ -exp{—; /TD sa_le_s/ﬁds}
» L\ Ty ‘ T8 Jo ’

donde ¢(S) es una funcién constante de S que no depende de los pardmetros
y 8. Considerando ahora el logaritmo, tenemos que la funcién log-verosimilitud es

fa, 3, 9) =log L(cv,,ﬁ' i

)+ Z 08 (7 52 exp(-5/9) )

1 Ty i )
_W/O s* exp(—s/8)ds,

va que analiticamente la expresién de la funcién de verosimilitud resulta ser com-
plicada, procederemos a obtener la estimacién de verosimilitud para los pardmetros
a y 3 de manera numérica. De los datos simulados del proceso de Poisson no
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homogéneo con funcién de intensidad A(s; o, 8) = l/F(a),()’“s““Iexp(*s/ﬁ), las es-

timaciones obtenidas son & = 5.08 ¥y 5 =11.94 que son muy cercanos a los valores
verdaderos.

Funcién de verosimilitud perfil con datos simulados

Considerando ahora a o como pardmetro de interés, la Figura 3.6 nos muestra la
funcién de verosimlitud perfil relativa a a, los respectivos intervalos de verosimilitud
para los distintos niveles de ¢ ¥ la ubicacién del EMV & = 5.08, de un proceso de
Poisson no homogéneo con funcién de intensidad gama simulado en un intervalo de
tiempo fijo (0, 365], con un valor verdadero ag = 4. Es importante comentar aqui,
que los datos obtenidos de la corrida del proceso de Poisson no homogéneo simulado
se fijaron para graficar las funciones de verosimilitud perfiles para cada uno de los
parametros.

Se observa una funcién de verosimilitud perfil ligeramente asimétrica con cola
hacia la derecha respecto al valor del estimador @ = 5.08. Ademss valores del
pardmetro & menores de 1 y mayores de 12 son muy implausibles.
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Fig. 3.6 Funcién de verosimilitud perfil de cv.

Considerando ahora a 3 como pardmetro de interés v a a como pardmetro de estorbo,
la Figura 3.7 nos muestran la funcién de verosimilitud perfil relativa a 8 v los
intervalos de verosimilitud para los distintos niveles de ¢. Se observa una clara
asimetria con cola pesada hacia la derecha, con respecto a 3 = 11.94,
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Fig. 3.7 Funcién de verosimilitud perfil de 3.

Validacién de la probabilidad de cobertura

Ahora ejecutando el programa que nos determina la probabilidad de cobertura
de los IV(p) con ¢ = 0.147, 0.258 y 0.036, obtuvimos los siguientes resultados, se
simularon 5,000 procesos de Poisson no homogéneo con valores verdaderos ag = 4 y
By = 12, considerando a como pardmetro de interés, se calcularon 5,000 intervalos
de verosimilitud para o de tal manera que N contabiliza el nimero de intervalos

que cubren el valor verdadero cg = 4, con una probabilidad de cobertura PC. Los
resultados se presentan en la siguiente tabla:

Verosim. relativa | Nivel de confianza | N | PC{a)
e=0:25 0.90 4431 | 0.886
E=(hlb 0.95 4713 | 0.942
¢=0.036 0.99 4916 | 0.983

De igual manera, se realizé el mismo procedimiento para § ahora considerado
como pardmetro de interés, se calcularon 5,000 intervalos de verosimilitud para 3y
se contabilizaron cudntos de ellos cubrieron el valor verdaderoc 8y = 12.

Verosim. relativa | Nivel de confianza | N | PC(3)
e=(1.25 0.90 4366 | 0.873
g=0.1.5 0.95 4664 | 0.932
¢=0.036 0.99 4797 | 0.979

Si observamos los resultados obtenidos para las probabilidades de cobertura de
los intervalos de verosimilitud, notamos que efectivamente éstas se aproximan a los
niveles de confianza especificos. Validando de esta manera que para los niveles de

¢ selecionados los intervalos de verosimilitud son ahora intervalos de verosimilitud-
confianza
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En la Subseccién 2.1.3 mencionamos que los intervalos de conflanza no dependen
del valor verdadero o, por lo que la probabilidad de cobertura, es la misma para todos
los valores que 6, pueda tomar. Para validar esta conjetura, realizamos cambios a
los valores verdaderos de ap y Jo con la finalidad de obtener las probabilidades
de cobertura del IV(c) con ¢ = 0.147 para cada uno de los pardmetros. Dentro
del mismo algoritmo que hemos venido utilizando para validar las probabilidades
de cobertura en este segundo caso, hemos considerado ahora los valores verdaderos
o =12 y By = 4, resultando:

Lo anterior ratifica la hipétesis antes mencionada, la probabilidad de cobertura
de un intervalo de confianza no depende del valor verdadero que tome el pardmetro.



Capitulo 4

Caso de estudio

En este capitulo aplicaremos al caso de estudio las teoras de Probabilidad y Es-
tadistica y los resultados de los capftulos anteriores, en problemas de inferencia
estadfstica. Usualmente empezamos con un conjunto de datos, y con alguna in-
formacién acerca de la manera en que éstos datos fueron recolectados. Luego ca
-racterizamos un modelo probabilistico para el experimento el cual es generado por
los datos; comtinmente el modelo de probabilidad involucrara uno o més pardmetros
desconocidos el o los cuales deberdn ser estimados a partir de los datos.

Para tal efecto, consideremos aqui las temperaturas registradas en la cindad de
Guanajuato. Se distinguen tres tipos de clima: semiseco, templado y simicdlido. El
clima semiseco, se le denomina también seco estepario y se caracteriza porque en €l
la evaporacién excede a la precipitacién. El clima templado es en general intermedio
en cuanto a temperatura (mesotérmico); el clima semicélido es el més calido de los
tres tipos bédsicos presentes en el estado, sus rangos de temperatura oscilan entre los
18 v los 22 grados Celsius, Figura 4.1,

Fuente de Informacion

Los eventos observados para este caso de estudio, estdn integrados en una base de
datos en Excel; éstos refieren las mediciones de las temperaturas durante los meses
de diciembre del afo 2005 a diciembre del afio 2006, registradas por la estacién
meteorolégica ubicada en el Centro de Investigaciéon de Matemédticas (CIMAT) en
el municipio de Guanajuato, Gto.

Los registros muestran las mediciones de cada media hora aproximadamente de:
temperatu ras tanto interior como exterior en grados Celeius, direceién, velocidad v
rachas del viento en millas por hora, porcentaje de humedad interior como exterior,
presién barométrica v lluvia en pulgadas, as{ como presidn barométrica al nivel del
mar, y otros. Presentaremos la informacidn por estadios: primavera, verano, otofio
e invierno. Para ello, con el apoyo del programa “R”, hemos obtenido las temperat-
uras maximas diarias durante los diferentes estadios del afio, cada uno de ellos con

una duracion de 92 dias.
Andlisis de datos

Iniciaremos el planteamiento de este caso definiendo la variable de estudio que

nos interesa, diremos que ocurre una “racha de calor” si se presentan temperaturas
méximas diarias que exceden los 31C), tal como lo muestra la Figura 4.2,

65
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Fig. 4.2 Presencia de rachas de calor.

Los objetivos en este caso de estudio son dos: modelar la distribucién que siguen
las rachas de calor como un proceso de Poisson no homogéneo, y determinar la
funcién de intensidad del modelo de acuerdo a las tendencias que las rachas de calor
presentan durante el afio. Para ello es necesario el siguiente grafico que nos muestra
la informacién por estadfos.
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Fig. 4.3 Rachas de calor en los diferentes estadios del afio.
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Como podemos apreciar en la Figura 4.3 las rachas de calor se hacen presentes en
el estadfo de primavera, mientras que en el resto del afio es nula la presencia de
las mismas. Los datos observados fueron registrados de manera continua en un
intervalo de tiempo fijo [0,365]; en el conjunto de observaciones, denotaremos por
N(t) al proceso que cuenta el mimero de rachas de calor presentadas durante el
tiempo t. El siguiente vector reporta los dias en que se presentaron temperaturas
méximas mayores de 31° C en los 365 dias considerados,

(13,17, 30, 32, 33, 34, 37, 38, 39,49, 50, 51, 52, 84, 85, 88, 91).

Notemos que hay rachas de calor que duran sélo un dia como lo reflejan las tres
primeras entradas del vector anterior, que representan los tiempos de ocurrencia de
las tres primeras rachas de calor, la cuarta racha inicia en el dfa 32 teniendo ésta
una duracién de tres dfias, luego la quinta racha inicia el dia 37 durando también tres
dfas; la racha de calor mas larga es precisamente la sexta racha con una duracion
de cuatro dias y asi sucesivamente.

Denotemos por S al vector que reporta los tiempos donde inicia una racha de
calor

S = (13,17, 30, 32,37,49, 84, 88, 91);

ademas N (365) = 9, es decir, se presentaron 9 rachas de calor hasta el tiempo 365.
Asi mismo los tiempos entre rachas consecutivas T, = S, — Si_1, k = 1,2,...,n,
estdn expresados por el vector: T = (13,4,13,2,5,12, 35,4, 3).

Por el andlisis exploratorio visual de los datos de la Figura 4.3, vemos que la
presencia de las rachas de calor en su totalidad se presentan en el estadio de pri-
mavera, esto es, en el primer cuarto del ano. Si analizamos con detalle el estadio
de primavera, la presencia de rachas de calor se hace notar con mayor frecuencia
durante la primera mitad de la temporada, mientras que disminuye de manera pau-
latina durante la segunda mitad, siendo nula la presencia de las mismas conforme
termina el afio, razén por la que el proceso de conteo es no homogéneo, es decir, que
el nimero promedic de rachas de calor esperadas estd en funcién del tiempo. Esto
lo cuantifica la funcién de intensidad del proceso.

Una distribucién aceptable al comportamiento de la intensidad de las rachas de
calor serfa una curva creciente hasta alcanzar un punto méximo alrededor de la
primera mitad del estadio, decreciente hasta alcanzar el cero dentro de la segunda
mitad del estadio y estacionarse en 0 en el resto del afio; por tanto propondremos
como funcién de intensidad A(¢) del modelo estadistico:

AE] = F(—C%t‘%l exp(—t/f), @ 83,6>0; (4.1)

donde o, 3 ¥ J son pardmetros desconocidos. Bien pudimos haber considerado otras
caracterizaciones para la funcién de intensidad, que también cumplen con las carac-
teristicas descritas por el comportamiento de los datos, pero elegimos la gama por
las bondades que presenta esta distribucién bajo el contexto que nos interesa.

Reescalamiento de los tiempos
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Tenemos hasta ahora un Proceso que cuenta las rachas de calor que se distribuyen
de manera no homogénea. Enseguida consideraremos una trasformacién a los tiem-
pos de ocurrencia S del proceso de conteo no homogéneo con la finalidad de reescalar
los tiempos, es decir, aplicaremos al vector S la transformacién mt) = fot Als)ds,
donde A(s) es la funcién de intensidad gama del proceso dada por (4.1). De esta
manera obtenemos un nuevo vector de tiempos de ocurrencia S’ dado por;

S’ =(0.5649, 0.9813, 2.7235, 3.0095, 3.7139, 5.2439,
7.8975, 8.0579, 8.1634).

De la misma manera obtenemos ahora el nuevo vector de tiempos entre rachas
consecutivas

T, =(0.5649, 0.4164, 1.7422, 0.2860, 0.7044, 1.5300,
2.6536, 0.1604, 0.1055),

Analizando el comportamiento que presentan los tiempos entre rachas consecutivas
/ . . . . .
T, la Figura 4.4 nos proporciona el histograma de dichos tiempos,
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Fig. 4.4 Histograma de los tiempos T} .

por la manera en que decrecen las frecuencias, pareciera que los tiempos T;: muestran
una tendencia a distribuirse de manera exponencial. Con la finalidad de verificar
que éstos tiempos entre eventos consecutivos se distribuyen de manera exponen-
cial utilizaremos un gréafico de probabilidad qq plot Sidney[?], un método que nos
permite comparar la funcién de distribucién empirica de los datos con una funeién
de distribucién tedrica especifica. El gréfico qq plot consiste en lo siguiente: en el
punto z, la funcién de distribucién empirica toma por valor la proporcién de los
datos que son inferiores a z. Si los datos se simulan a partir de una distribucién
tedrica especifica, esta proporcién deberfa estar cercana al valor correspondiente de
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la funcién de distribucién tedrica. Asi que una vez observados los tiempos entre
rachas de calor consecutivas, 77,73, ..., Ty, ordenamos las observaciones de menor
a mayor. Luego determinamos los valores p; = ¢ — 0.5/n; 1 = 1,2,...,9, por Qr(p)
denotamos al cuantil de orden p, (0 < p < 1) de las observaciones, tenemos en-
tonces 17 = Qr(pi); ¢ = 1,2,...,9. Determinamos ahora bajo el algoritmo de la
funcién inversa visto en el Ejemplo 3.1 los cuantiles de orden p;, i = 1,2,...,9. De
la distribucién teérica representada por la funcién de distribucién F, que para nue-
stro caso es una exponencial con pardmetro A = 1, es decir: Qy(pi) = F=(m);
i=1,2,..9 Representamos el conjunto (Q:(p:), @r (pi)), i = 1,2,...,9, 0 lo que es
lo mismo los puntos (F~*(p;), 7). Si la distribucién tedrica constituye una buena
aproximacién de la distribucién empirica, cabria esperar que los cuantiles de los
datos estdn muy préximos a la distribucién tedrica. Grificamente esto se puede ver

con un distribucion de los puntos muy cercanos a la recta y = z.

Analicemos entonces por medio de un grafico qq plot (Fig. 4.5), la distribucién
que presentan los tiempos entre rachas consecutivas.
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Fig. 4.5 Graficos QQ-plot de T),.

Obsérvese en la Fig. 4.5 que los tiempos entre rachas consecutivas que muestra
¢l grafico cuantil-cuantil de los datos no distan mucho de la recta con pendiente
1. Luego entonces, éstas sustentan que una distribucién exponencial es razonable
para los tiempos entre rachas consecutivas, de esta manera podemos suponer que el
proceso de conteo IV, que cuenta las rachas de calor es de Poisson homogéneo con

A =1, debido a la transformacién m(f) que hemos llevado a cabo al proceso puntual
5,

Resumiendo entonces, en el intervalo de tiempo fijo (0, 365] se ha inspeccionado
el fendmeno aleatorio rachas de calor que pueden ser modeladas como un proceso
de Poisson no homogéneo {N(t)}i>0, con funcién de intensidad A(t; e, 8) dada por
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(4.1). Queel vector S = (13,17, 30, 32,37,49,84, 88, 91); son los tiempos donde inicia
cada racha de calor, v que los tlempos entre rachas consecutivas son las variables
aleatorias T}, = Sp~Sp_1, k= 1,2, ... con funcién de densidad no homogénea

Sk
Pr(te) = Atg) - exp{ - / )\(s)ds}.
Ste_1
Inferencia estadfstica basada en verosimilitud

Apoyados en las teorfas de probabilidad y estadfstica desarrolladas en los capitulos
precedentes y que hemos validado con simulacién, mediante métodos numéricos,
realizaremos la inferencia estadistica bajo el enfoque de verosimilitud sobre los
pardmetros o, 3 ¥ ¢ involucrados en 1a funcién de intensidad del proceso de Poisson
no homogéneo,

La funcién de verosimilitud para o, B, d estd dada entonces por la expresién :
L(a, 8,4, 8) KHN _ 0 _ga-1g (—=Sk/8) | -
P B k=t \D(a)ge"* PL=Ok/,

L 3)d
exp{ e /O . exp(—s/,)s},

mientras que la funcidn log-verosimilitud correspondiente queda, expresada por,

AOBD oD+ X, g (et el

5 365
- Wﬂ so“lexp(ﬁs/ﬁ)ds;

donde ¢(S) es una constante que no depende de los pardmetros o, 3 vy 4.

Por la expresién de la funcién log-verosimilitud resulta muy complicado propor-
cionar de manera explicita una expresién de los estimadores de maxima verosimili-
tud, utilizando métodos numeéricos, procedemos a caleular los valores de los pardmetros
que maximizan la probabilidad de ocurrencia de la muestra observada. Los resulta-
dos obtenidos son:

a = 2.6;
3 =18.91;
5 =9.03.

Por lo que la funcién de intensidad especifica (4.1) de las rachas de calor estd expre-
sada por
Alt; e, 8) = 0.0062 t'% exp(—1/18.91),

y la grafica de la funcién est4 dada por la Figura 4.6,
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Fig. 4.6 Funcién de Intensidad de rachas de calor.

Por la forma que presenta la funcién podemos afirmar entonces, que la intensidad
de las rachas de calor en el intervalo de observacién (0, 365] muestra un incremento
conforme va transcurriendo el tiempo en el primer cuarto de observacidn, llega a un
maximo rédpidamente en 0,143,y muestra efectivamente una tendencia decreciente,
tal comolo supusimos, cabe mencionar que el cero de la grifica de la funcién de

intensidad es a partir de la presencia de las rachas de calor, esto es, a partir del
inicio de la primavera.

Para cuantificar con formalidad lo anterior, es preciso realizar inferencia es-
tadistica apropiada, siendo este el punto de la metodologia propuesta v estudiada.
Es a partir de la funcién de verosimilitud como cuantificaremos los intervalos de
verosimilitud. Una manera conveniente de dibujar la funcién de verosimilitud rela
tiva en dos dimensiones, es trazar contornos de verosimilitud relativa constantes en
el plano (o, ). Los contornos de verosimilitud correspondientes a los niveles de
¢ =10.90, 0.95 y 0.99 con 6 = 9.03 fijo, se muestran en el siguiente gréafico.
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2

Fig. 4.7 Mapas de contorno para la veromilitud relativa en el plano (o, 3).

-~

El andlisis de estos contornos deberd dar inferencia acerca de la posicién (@,08) y
de los limites de los intervalos de verosimilitud para cada uno de los pardmetrog
involucrados en cada uno de log niveles de ¢ tratados. Debido a la variabilidad
presente en los datos reflejada en la funcién de intensidad, es intuitivo esperar que
la incertidumbre en la inferencia se reflejars en intervalos de verosimilitud con cierta
tendencia de cola hacia la derechs como se puede observar también en log contornos.

Como nuestro modelo involucra tres pardmetros es preciso determinar la funcién
de verosimilitud perfil, de tal forma que la funcién de verosimilitud se pueda escribir
solamente como una funcién del pardmetro de interéds, con la finalidad de aproxi-
mar los intervalos de verosimilitud para cada uno de los pardmetros. Considerando
primeramente a o como pardmetro de interéds, la Figura 4.8 nos muestra la, funcién
de verosimilitud perfil de @, con sus respectivos intervalos de verosimilitud para los
valores de ¢ = .25, 0.15 ¥ 0.036 que como vimos en el capitulo suelen estar asociados
a niveles del 90, 95 y 99% de confianza:

L s A e ——

Verosimilitud Perfil Relativa

| c2025; 1,1061 < a < 50455

SR0.15 ¢ 0.9545 < » < 56515 |

©=0.026; 0.6515< o <6.0304

gl T ERsa s e gy |

0 1.8 25 35 48 &5 85 75

Fig. 4.8 Funcién de verosimilitud perfil relativa de o,
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Como lo muestra la Figura 4.8, a la luz de los datos observados la funcién de
verosimilitud perfil para o se presentan de manera asimétrica con respecto al valor
de & = 2.6, para valores de o menores que 0.6 y mayores que 7 son muy implausi-
bles. Ahora considerando a 3 como pardmetro de interés, obtenemos su funcién de
verosimilitud perfil v sus intervalos de verosimilind aproximados correspondientes a
los niveles de ¢ = 0.25, 0.15 y 0.0386,
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Fig. 4.9 Funcién de verosimilitud perfil relativa de 3.

que como podemos observar en la Figura 4.9, la funcidén de verosimilitud perfil
para [ es un tanto asimétrica con respecto al valor de 3 = 18.91 con cola clara-
mente marcada hacia la derecha. Los limites inferior v superior de los intervalos de

verosimilitud para los diferentes niveles de ¢ para cada uno de los estimadores estdn
dados en el grafico.

Por 1ltimo considerando a ¢ como pardmetro de interés, la funcién de verogimil-
itud perfil para este pardmetro se presenta en la Figura 4.10:
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Fig. 4.10 Funcién de verosimilitud perfil relativa de 4.
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A la luz de los datos observados, los valores estimados de los pardmetros a, 3yd
no tienen interpretacion fisica dentro de la situacién problémica. Lo que verdader-
amente tiene sentido, es hablar acerca de un rango de la forma que la funcién de
intensidad toma, con la finalidad de predecir el comportamiento de futuras observa-
ciones. Es decir, para las siguientes mediciones se espera que la intensidad de futuras
rachas de calor tengan un comportamiento dentro de dicha franja establecida, que
es precisamente lo que la Figura 4.11 nos muestra.

0.05

50 10 150 w0 0 0 mo
Fig. 4.11. Rangos de la funcién de intensidad gama del PPNH.

Como podemos observar marca una funcién de intensidad minima ¥ una mdxima
a partir de la funcién de intensidad medig, obtenida en este caso de estudio.



Conclusiones

Una de las motivaciones de este trabajo de tesis fue relacionar las teorias de probabi
-lidad y estadistica general, para realizar inferencia estadistica en la estimacién de los
parametros de un proceso de Poisson por el método de verosimilitud. En ese sentido
la aportacién principal de esta tesis es proporcionar una metodologia especifica para
generar inferencia en los pardmetros de la funcién de intensidad o tasa de incidencia
de un proceso de Poisson, el cual no tendria mayor relevancia si no encontriramos
en nuestro entorno la aplicacién de esta, formulacién a un problema real. La solucién
involueré la concepcién detallada del modelo probabilistico adecuado a los datos y
la prescripcién e implementacién de una de las técnicas formales de estimacién,

El trabajo realizado requirié considerablemente el apoyo de aspectos computa-
cionales; la aplicacién de cémputo que resulté crucial para el desarrollo de esta tesis
fueron los programas “R” ¥y MATLAB. Con este ltimo, se trabajé en la imple-
mentacién de una herramienta para la simulacién de procesos de Poisson y en la
programacién de un método para realizar la elaboracién numérica, v gréfica de los
resultados correspondientes a inferencis, Incluy6 una fase de experimentacién con
el modelo para diversos casos de inspeccién de este tipo de procesos. El estudio

implementacién para la exploracién y desarrollo de la metodologfa de inferencia para
evaluar distintos escenarios simulados y casos reales.

El andlisis de los datos capturados en campo real ha dado lugar a la inferencia es-
tadistica acerca de la funcién de intensidad de un proceso de Poisson no homogéneo;
por el contexto y el andlisis exploratorio de los datos, se puede decir que presentaron
una disposicién acorde al método estadistico antes discutido. Por tanto fueron un

buen punto de partida para contrastar la teorfa y los hechos a los que hace alusién
esta tesis.

Es posible utilizar 1a metodologfa de inferencia basada en verosimilitud desa, -
rrollada en este trabajo de tesis en otros contextos, sélo basta determinar que los

o aleatorio, por nombrar algunos, para inferir propiedades acerca de los pardmetros
involucrados en el modelo con base en las observaciones realizadas del fenémeno
aleatorio.

Las aportaciones principales de esta tesis fueron:

® La caracterizacién de un modelo para la funcién de intensidad de un proceso
de Poisson no homogéneo con tres pardmetros desconocidos.

* El desarrollo de g teorfa de inferencia estadistica basada en verosimilitud
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especificamente para este tipo de procesos de Poisson. Tanto para el caso ho-
mogéneo como no homogéneo, exhibiendo los casos para uno y dos parametros.

e Ejemplificacidn de la realizacién del cdlculo de los estimadores méximos verosimiles
e intervalos de verosimilitud.

e La implementacién computacional de programas de simulacién para este tipo
de procesos, donde simulamos procesos de Poisson con la finalidad de validar
y contrastar propiedades con datos simulados versus con datos reales.

e Aplicacién de las teorias de probabilidad y estadistica desarrolladas en un caso
real.

Fig. 4.1 Zonas definidas por el clima en el estado de Guanajuato.
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